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Introduction g�en�erale

1.1 Pr�esentation de la th�ese

L’apprentissage statistique (Vapnik [27]) est un paradigme qui regroupe un
ensemble de m�ethodes et d’algorithmes permettant d’extraire l’information
pertinente des donn�ees, ou d’apprendre des comportements �a partir d’exemples.
Ses applications sont nombreuses et pr�esentes dans des domaines aussi vari�es
que la recherche d’informations dans de grands ensembles de donn�ees (seg-
mentation th�ematique de texte, fouille d’images, etc.) ou la biologie (com-
portement de populations, puces ADN, etc.).

On distingue deux grandes probl�ematiques en apprentissage statistique : l’ap-
prentissage supervis�e d’une part, et l’apprentissage non supervis�e d’autre
part.

L’apprentissage supervis�e consiste �a �etablir des r�egles de comportement �a
partir d’une base de donn�ees contenant des exemples de cas d�ej�a �etiquet�es.
Plus pr�ecis�ement, cette base de donn�ees est un ensemble de couples entr�ees-
sorties f(Xi; Yi)g1�i�n al�eatoires. L’objectif est alors d’apprendre �a pr�edire,
pour toute nouvelle entr�ee X, la sortie Y . On parle de r�egression dans le
cas o�u les sorties sont �a valeurs continues (Gy�or�, Kohler, Krzy_zak et Walk
[15]), et de classi�cation dans le cas o�u elles sont �a valeurs discr�etes (Devroye,
Gy�or� et Lugosi [11]).

La th�eorie de l’apprentissage non supervis�e traite le cas o�u l’on dispose seule-
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Introduction g�en�erale

ment des entr�ees fXig1�i�n, sans les sorties. Le probl�eme le plus important
consiste alors �a e�ectuer un partitionnement des donn�ees, �egalement appel�e
clustering. Il s’agit de regrouper les observations en di��erents groupes ho-
mog�enes (les clusters), en faisant en sorte que les donn�ees de chaque sous-
ensemble partagent des caract�eristiques communes.

L’apprentissage statistique est aujourd’hui confront�e �a des donn�ees dont la
nature est de plus en plus complexe (courbes, images, etc.) et qui prennent
des valeurs dans des espaces dont la dimension est toujours plus �elev�ee. En
particulier, ces donn�ees peuvent se pr�esenter sous la forme de fonctions, ou
courbes, al�eatoires. N�eanmoins, le p�erim�etre d’utilisation des m�ethodes sta-
tistiques traditionnelles se limite souvent au cas o�u l’espace des observations
est de dimension �nie. Dans ce nouveau contexte, l’enjeu est alors de proposer
des m�ethodes permettant de traiter ces donn�ees fonctionnelles. L’objectif du
pr�esent travail de th�ese consiste essentiellement �a �etudier et �a approfondir
des techniques d’apprentissage dans des espaces de dimension �elev�ee. Plus
pr�ecis�ement, notre travail se divise en trois parties.

La premi�ere partie, intitul�ee r�egression fonctionnelle par la m�ethode
des k-plus proches voisins, est consacr�ee �a l’�etude d’un estimateur de la
fonction de r�egression en dimension in�nie, fond�e sur la m�ethode des k-plus
proches voisins, et propos�e par Biau, Bunea et Wegkamp [3] dans le cadre de
l’estimation de la fonction de densit�e. Ce travail s’inscrit dans la continuit�e
des travaux de th�ese de Laurent Rouvi�ere [23] et de Christine Tuleau [26].

Dans la deuxi�eme partie de la th�ese, intitul�ee classi�cation fonction-
nelle non supervis�ee, on consid�ere le probl�eme du partitionnement de
donn�ees fonctionnelles. Cette partie se divise en deux chapitres. Le premier
est consacr�e �a l’�etude des performances de la m�ethode dite de quanti�cation
(Gersho et Gray [13]) dans des espaces de grande dimension, prolongeant
ainsi les travaux de T�amas Linder [17]. Dans le second nous appliquons nos
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1.2 R�egression fonctionnelle par la m�ethode des k-plus proches
voisins

m�ethodes pour r�ealiser une �etude du comportement de bancs d’anchois le
long de la côte p�eruvienne. Ce dernier travail a �et�e r�ealis�e en collaboration
avec Fran�cois Gerlotto, de l’Institut de Recherche pour le D�eveloppement
(IRD).

La troisi�eme et derni�ere partie, intitul�ee estimation non param�etrique
des ensembles de niveau de la fonction de r�egression, est d�evolue au
probl�eme de l’estimation des ensembles de niveau de la fonction de r�egression.
Ce travail fait suite aux travaux de Benô�t Cadre [8], ainsi qu’�a ceux de la
premi�ere partie de cette th�ese o�u nous avons �etudi�e le probl�eme de l’estima-
tion de la fonction de r�egression.

1.2 R�egression fonctionnelle par la m�ethode
des k-plus proches voisins

Le principe de la r�egression est de pr�edire une variable (sortie) �a partir
d’une observation (entr�ee). Les observations prennent habituellement la
forme de vecteurs de dimension d, rassemblant un certain nombre de
mesures num�eriques. Cependant, dans beaucoup de probl�emes pratiques, ces
donn�ees se pr�esentent sous la forme de fonctions al�eatoires (enregistrement
de voix, spectres, images, etc.). Cela recentre le probl�eme de la r�egression
dans le domaine g�en�eral de l’analyse de donn�ees fonctionnelles (Ramsay et
Silverman [22]). Bien qu’en pratique de telles donn�ees sont observ�ees en un
nombre �ni de points, le d�e� dans ce contexte est d’inf�erer la structure des
donn�ees en exploitant leur nature in�ni-dimensionnelle.

Pour atteindre ce but, nous disposons d’un �echantillon (X1; Y1); : : : ; (Xn; Yn)
de variables al�eatoires ind�ependantes et identiquement distribu�ees (i.i.d.) o�u
Xi est une fonction al�eatoire �a valeurs dans un espace fonctionnel H, et
Yi est une variable al�eatoire r�eelle. Typiquement, H pourra être un espace
de Hilbert, comme par exemple l’espace L2([0 ; 1]) des fonctions de carr�e
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Introduction g�en�erale

int�egrable sur [0 ; 1]. L’objectif consiste alors �a construire, �a l’aide de cet
�echantillon, un estimateur r̂n de la fonction de r�egression r d�e�nie, pour tout
x 2 H, par

r(x) = E [Y jX = x]:

A ce jour, de nombreuses m�ethodes ont �et�e �etudi�ees, test�ees et compar�ees
pour des observations �evoluant dans des espaces de dimension �nie (voir
Gy�or�, Kohler, Krzy_zak et Walk [15]). Bien que ces techniques puissent, sous
certaines hypoth�eses, être �etendues au domaine fonctionnel, elles se trouvent
en g�en�eral confront�ees dans ce cas au 
�eau de la dimension (Abraham, Biau
et Cadre [1]). Pour pallier cette di�cult�e, une possibilit�e est d’e�ectuer une
�etape pr�eliminaire de r�eduction de dimension.

Parmi les nombreuses m�ethodes de r�eduction de dimension existantes, nous
avons choisi d’utiliser une m�ethode de projection. Il s’agit en fait de proje-
ter les donn�ees dans une base appropri�ee, et de ne consid�erer qu’un nombre
r�eduit de coe�cients. Dans des travaux r�ecents, Biau, Bunea et Wegkamp
[5] d’une part, et Berlinet, Biau et Rouvi�ere [2] d’autre part ont utilis�e res-
pectivement des bases de Fourier et d’ondelettes dans une probl�ematique de
classi�cation fonctionnelle supervis�ee. Fromont et Tuleau [12] proposent par
ailleurs une �etude sur la pertinence et le choix d’un terme de p�enalit�e pour
s�electionner le nombre de coe�cients conserv�es. Nous proposons, dans le pre-
mier chapitre de cette th�ese, d’�etendre ces m�ethodes au cas de la r�egression
fonctionnelle, sans toutefois privil�egier le choix d’une base particuli�ere.

L’id�ee g�en�erale est la suivante : on consid�ere une base f�jg1j=1 de H, et on
note H(d) l’espace engendr�e par f�jgdj=1. On projette ensuite les donn�ees sur
H(d) de la fa�con suivante :

X(d)
i =

dX

j=1

Xi;j�j:

On calcule �nalement l’estimateur r̂n des k-plus proches voisins �a partir de
ces donn�ees projet�ees. Plus pr�ecis�ement, pour tout �el�ement x dans H(d), on
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1.3 Classi�cation fonctionnelle non supervis�ee

r�eordonne les donn�ees projet�ees
�
X(d)

(1) (x); Y(1)(x)
�
; : : : ;

�
X(d)

(n)(x); Y(n)(x)
�
;

selon les distances croissantes kX(d)
i � xk entre X(d)

i et x. On calcule alors
r̂n(x) en prenant la moyenne des k plus proches voisins de x :

r̂n(x) =
kX

i=1

Y (d)
(i) (x):

A la fois k et d sont d�etermin�es automatiquement par une m�ethode de \data
splitting". Sous certaines hypoth�eses, nous obtenons (Th�eor�eme 1.2.1) la
convergence faible de r̂n vers r, c’est-�a-dire

E
Z

H
(r̂n(x)� r(x))2 �X(dx)! 0 quand n!1;

o�u �X repr�esente la loi marginale des entr�ees Xi.

Ce travail �a fait l’objet d’un article en anglais publi�e dans la revue Statistics
and Probability Letters.

1.3 Classi�cation fonctionnelle non supervis�ee

Comme nous l’avons soulign�e plus haut, l’enjeu du clustering est de rep�erer
des groupes dans un ensemble d’observations. Il s’agit d’une m�ethode d’ap-
prentissage non supervis�e, utilis�ee dans des domaines tr�es vari�es, comme
par exemple l’intelligence arti�cielle, la sociologie, le marketing, la recherche
m�edicale, ou encore les sciences politiques.

Nous nous int�eressons dans cette partie �a une technique de clustering par
partitionnement, c’est-�a-dire que nous allons classer les donn�ees en k groupes
satisfaisant les deux conditions suivantes :

1. Chaque groupe contient au moins une donn�ee.

2. Chaque donn�ee appartient �a un et un seul groupe.
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La Figure 1.1 montre un exemple de points de R2 r�epartis en cinq groupes.

Pour les mêmes raisons que dans la premi�ere partie, nous consid�erons le cas
o�u les donn�ees peuvent prendre la forme de courbes (ou surfaces) al�eatoires.
Cela nous ram�ene encore une fois dans le domaine de l’analyse de donn�ees
fonctionnelles. La m�ethode de clustering que nous utilisons repose sur la
technique dite de quanti�cation, souvent utilis�ee en compression du signal
(Graf et Luschgy [14], Linder [17]). Le principe est le suivant : �etant donn�es
un espace norm�e (H; k:k) et un sous-ensemble �ni C de H, nomm�e alphabet,
on repr�esente chaque �el�ement x de H par un �el�ement (et un seul) x̂ de C.
La fonction, not�ee q, qui �a x associe sa quanti�cation x̂ = q(x) est appel�ee
quanti�cateur.

Figure 1.1 { Un exemple de r�epartition des donn�ees en 5 groupes.

Cette partie se d�ecompose en deux chapitres. L’objectif du premier est de
d�evelopper une m�ethodologie pour construire de mani�ere automatique un
quanti�cateur optimal. Cette notion d’optimalit�e n’est pas absolue et re-
quiert la sp�eci�cation d’un crit�ere d’erreur. Deux types de crit�eres peuvent
alors être envisag�es : mesure d’erreur globale d’une part ou mesure d’erreur
ponctuelle d’autre part. Dans ce travail de th�ese, nous nous placerons dans le
cadre d’applications n�ecessitant l’estimation de toute la courbe repr�esentative
de q (plutôt qu’une valeur en un point particulier) et nous ne consid�ererons
donc que des crit�eres globaux.
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1.3 Classi�cation fonctionnelle non supervis�ee

Parmi ceux-ci, les plus utilis�es sont les normes Lp

kx� q(x)kp =

8
><

>:

�Z

H
kx� q(x)kp�(dx)

�1=p

si 1 � p <1

sup
H
kx� q(x)k si p =1;

o�u � d�esigne une loi de probabilit�e sur H.

En particulier, la d�ecomposition classique de l’erreur L2 moyenne en un terme
de biais et de variance lui conf�ere une interpr�etabilit�e statistique et permet
des calculs \relativement" ais�es. L’erreur L1 est �egalement un des crit�eres
privil�egi�es des statisticiens, et ceci pour au moins trois raisons. D’abord,
ce crit�ere est calculable sous des hypoth�eses moins contraignantes que pour
l’erreur L2. En e�et, il faut pour calculer l’erreur L1 que les densit�es des
observations soient int�egrables, alors qu’elles doivent être de carr�e int�egrable
pour l’erreur L2. Ensuite, l’erreur L1 commise entre deux fonctions r�eelles
peut être ais�ement visualis�ee : elle correspond en fait �a l’aire comprise entre
les courbes repr�esentatives des deux fonctions. En�n, les estimateurs calcul�es
�a partir de l’erreur L1 sont robustes (Kemperman [16]). Ces raisons plaident
en faveur du choix d’un crit�ere L1 pour mesurer l’erreur de la quanti�cation.
C’est donc avec ce crit�ere que nous avons choisi de travailler dans ce chapitre.

Par cons�equent, supposant que les donn�ees sont distribu�ees selon une loi � sur
H, nous cherchons �a d�eterminer un quanti�cateur qui minimise E kX�q(X)k,
o�u X � �. Ensuite, nous estimons ce quanti�cateur optimal �a l’aide d’un
�echantillon X1; : : : ; Xn de variables al�eatoires i.i.d. selon la même loi que
celle de X. Nous cherchons pour cela �a d�evelopper une proc�edure automa-
tique pour minimiser

Pn
i=1 kXi�q(Xi)k sur l’ensemble de tous les quanti�ca-

teurs possibles. Finalement, nous �etudions et approfondissons en particulier
deux m�ethodes : l’algorithme de Lloyd (Voir Gersho et Gray [13]), plus connu
sous le nom de l’algorithme des k-means d’une part, et une m�ethode de mi-
nimisation sur les donn�ees introduite par Cadre [7] dans le cas o�u l’on ne
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Introduction g�en�erale

consid�ere qu’un seul groupe d’autre part.

Sous certaines hypoth�eses sur H et la loi � des observations, nous obtenons
(Th�eor�eme 1.3.1) que notre estimateur qn, d�e�ni par

qn 2 arg min
q

nX

i=1

kXi � q(Xi)k;

est convergent, dans le sens o�u

lim
n!1

E[kX � qn(X)kjX1; : : : ; Xn] = inf
q

EkX � q(X)k p:s:

Sous des hypoth�eses suppl�ementaires sur l’entropie m�etrique deH, on obtient
�egalement (Th�eor�eme 1.3.4) une vitesse de convergence pour EkX � qn(X)k.

Nous terminons ce chapitre en validant nos m�ethodes sur des jeux de donn�ees
r�eelles et simul�ees. En particulier nous utilisons un jeu de donn�ees r�eelles pro-
venant de la base de donn�ees TIMIT (http://www-stat.stanford.edu/�tibs/
ElemStatLearn/). Il s’agit d’enregistrements de di��erents phon�emes que nous
essayons de discriminer. Ce travail a fait l’objet d’un article en anglais soumis
pour publication.

Le second chapitre de cette partie est d�edi�e �a une �etude sur des bancs d’an-
chois du P�erou. Ce travail a �et�e men�e en collaboration avec Fran�cois Gerlotto,
chercheur �a l’Institut pour la Recherche et le D�eveloppement (IRD), au centre
de recherche halieutique de S�ete (IRD/IFREMER/UM2). Les technologies
r�ecentes de sonar multifaisceaux permettent d’obtenir des repr�esentations
tridimensionnelles d’un banc de poissons, �a partir desquelles on peut �a la fois
reconstruire le banc et mesurer sa morphologie externe (dimensions, surface,
volume, etc.), ainsi que sa structure interne (densit�e, h�et�erog�en�eit�e, etc.).
Nous avons cherch�e �a exploiter ces nouvelles mesures avec nos m�ethodes pour
e�ectuer une discrimination des bancs observ�es en deux groupes. Nous nous
sommes ensuite demand�e quelle pouvait être la justi�cation biologique de
cette discrimination. L’analyse des groupes obtenus a ainsi permis d’�etablir
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1.4 Estimation non param�etrique des ensembles de niveau pour
la r�egression

un nouvel indicateur de la relation des bancs avec leur environnement, et no-
tamment avec la pr�esence d’un pr�edateur. Ce travail a �et�e pr�esent�e au groupe
de travail ICES WGFAST 2009 (http://www.ismaran.it/tecpesca/news/ftfb
fast 2009/Default.aspx).

1.4 Estimation non param�etrique des en-
sembles de niveau pour la r�egression

Dans ce dernier chapitre, nous consid�erons le probl�eme de la reconstruction
des ensembles de niveau d’une fonction de r�egression r sur Rd, c’est-�a-dire
des ensembles L(t) = fx 2 Rd : r(x) > tg o�u t est un niveau �x�e. Nous ne
consid�erons plus ici des donn�ees fonctionnelles mais des vecteurs de dimen-
sion d.

L’estimation des ensembles de niveau est un probl�eme int�eressant tant du
point de vue th�eorique que pratique. L’une de ses principales applications
est la mise au point de tests de �abilit�e. Cependant, l’�etude de ce probl�eme �a
essentiellement port�e sur l’estimation des ensembles de niveau d’une densit�e
de probabilit�e (Tsybakov [25]). Parmi les principales applications possibles,
on peut citer le clustering (Biau, Cadre et Pelletier [4]), la mise au point de
tests de multimodalit�e (M�uller et Stawitzki [18]), ou encore la reconnaissance
de formes (Polonik [20]).

Ici nous nous int�eressons �a l’estimation des ensembles de niveau d’une fonc-
tion de r�egression, probl�eme plus directement li�e �a l’analyse d’images. On
trouvera dans Nowak et Willett [19] des exemples d�etaill�es et pr�ecis.

Plusieurs m�ethodes sont utilis�ees dans ce domaine. On peut citer par exemple
les approches fond�ees sur le principe de l’exc�es de masse (Cavalier [9]), ou
encore les m�ethodes de type cost sensitive (Scott et Davenport [24]).

9



Introduction g�en�erale

Pour notre part, nous avons choisi de consid�erer une approche de type plug-
in (Cuevas, Gonz�alez-Manteiga et Rodr��guez-Casal [10], Cadre [8]). Plus
pr�ecis�ement, �a partir d’un estimateur consistant r̂n de r, nous estimons L(t)
par Ln(t) = fx 2 Rd : r̂n(x) > tg. Nous consid�erons plus particuli�erement
le cas o�u r̂n est un estimateur �a noyau de la fonction de r�egression (Bosq et
Lecoutre [6], Prakasa Rao [21]). Cette approche permet d’obtenir des estima-
teurs facilement calculables, tout en restreignant les hypoth�eses n�ecessaires,
notamment sur la forme des ensembles de niveau.

La qualit�e de l’approximation est mesur�ee en terme de di��erence sym�etrique
entre Ln(t) et L(t) (voir Figure 1.2), d�e�nie par

Ln(t)�L(t) = (Ln(t) \ L(t)C) [ (Ln(t)C \ L(t)):

Figure 1.2 { Illustration de la di��erence sym�etrique (zone noire) entre deux
ensembles A (en rouge) et B (en bleu).
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la r�egression

Ce crit�ere d’erreur est souvent utilis�ee dans ce genre de probl�eme car elle est
facilement interpr�etable et visualisable.

Sous des hypoth�eses raisonnables de r�egularit�e sur la densit�e des observation
et la fonction de r�egression r, nous obtenons (Th�eor�eme 1.2.2) que

E�(Ln(t)�L(t))! 0;

avec une vitesse en O(
p
nhd).

Nous terminerons ce chapitre par une �etude pratique sur des donn�ees si-
mul�ees.
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Premi�ere partie

Une approche de type k-plus
proches voisins pour la
r�egression fonctionnelle
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Chapitre 1

A k-Nearest Neighbor approach
for functional regression

Ce chapitre est compos�e d’un article en anglais, publi�e en 2008 dans la revue
Statistics and Probability Letter (Volume 78, num�ero 10, pages 1189 �a 1193).

1.1 Introduction

Regression is the problem of predicting a variable from some observation.
An observation is usually supposed to be a collection of numerical measu-
rements represented by a d-dimensional vector. However, in many real-life
problems, input data items are in the form of random functions (speech re-
cordings, spectra, images) rather than standard vectors, and this casts the
regression problem into the general class of functional data analysis. Even
though in practice such observations are observed at discrete sampling points,
the challenge in this context is to infer the data structure by exploiting the
in�nite-dimensional nature of the observations. The last few years have wit-
nessed important developments in both the theory and practice of functional
data analysis, and many traditional data analysis tools have been adapted to
handle functional inputs. The book of Ramsay and Silverman [5] provides a
comprehensive introduction to the area. For an updated list of references, we
refer the reader to C�erou and Guyader [3], Rossi and Villa [6], and Tuleau [7].
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A k-Nearest Neighbor approach for functional regression

In the present paper, we consider the functional regression setting, where the
goal is to predict a scalar response Y from some in�nite-dimensional obser-
vations X. More precisely, we will denote by (X; Y ) a random pair taking
values in Z = H � R, where H is an in�nite dimensional separable Hilbert
space. Throughout the document, we will denote by � the (unknown) dis-
tribution of (X; Y ), and by �X the marginal distribution of X. Based on
n independent copies (X1; Y1); : : : ; (Xn; Yn) of (X; Y ), we introduce an esti-
mator fn of the regression function f�(x) = E[Y jX = x] which is designed
as follows : First, we reduce the dimension of H by considering the �rst d
coe�cients of an expansion of each observation in a orthonormal system of
H ; Second, we perform k-nearest neighbor regression (see Gy�or�, Kohler,
Krzyzak, and Walk [4])in Rd. We select simultaneously the dimension d and
the number of neighbors k by a data-splitting device. Our main result states
weak consistency of the resulting estimator, thereby extending the general
strategy introduced by Biau, Bunea, and Wegkamp [2] in the context of clas-
si�cation (i.e., when Y takes its values in a �nite set).

The paper is organised as follows. We start in Section 2.1 by introducing some
notation. Then, in Section 2.2, we present the construction of the estimator,
and state its weak consistency. Proof are collected in Section 3.

1.2 Consistent functional regression

1.2.1 Notation

We let the symbols h:j:i and k:k denote the inner product and the associated
norm onH, respectively, and we let (�j)j�1 be a complete orthonormal system
of H (Akhiezer and Glazman [1]). For each observation Xi, we set Xij =
hXij�ji. We know that

Xi =
1X

j=1

Xij�j;
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1.2 Consistent functional regression

where the consistency holds in the H sense.

Introduce H(d), the �nite-dimensional vector space spanned by the functions
f�1; �2; : : : ; �dg, and let, for each Xi,

X(d)
i =

dX

j=1

Xij�j:

Finally, denote by f� and f�;d the regression functions in H and H(d), respec-
tively, and by �2

� and �2
�;d their respective L2 errors. More precisely, we have

f�(x) = E[Y jX = x], �2
� =

R
Z(y � f�(x))2d�(x; y), and the same in H(d) � R

for f�;d and �2
�;d. Throughout the document, we suppose that E(Y 2) < 1

a:s:, and all the integrals are to be understood over � or �X .

1.2.2 k-nearest neighbor in H(d)

Let us �rst formally de�ne our k-nearest neighbor type estimator. To this aim,
we consider the sequence (X(d)

1 ; Y1); : : : ; (X(d)
n ; Yn) where the observations

have been projected onto H(d). For x in H(d), we reorder the data :
�
X(d)

(1) (x); Y(1)(x)
�
; : : : ;

�
X(d)

(n)(x); Y(n)(x)
�
;

according to the increasing Euclidean distances kX(d)
i � xk of the X(d)

i to x.
In other words, X(d)

(i) (x) is the i-th nearest neighbor of x amongst X(d)
j . If

kX(d)
i � xk = kX(d)

j � xk, X
(d)
i is declared closer to x if i < j. The k-nearest

neighbor estimator of f� is then de�ned (Gy�or�, Kohler, Krzyzak, and Walk
[4]) as

fn;k;d(x) =
1
k

kX

i=1

Y(i)(x): (1.1)

To select simultaneously the dimension d and the number of neighbors k, we
suggest the following data-splitting device. First we split the data into a trai-
ning set f(Xi; Yi); i 2 I‘g of length ‘, and a validation set f(Xj; Yj); j 2 Jmg
of length m, with m+‘ = n (‘ and m possibly function of n). For each d � 1,
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1 � k � ‘, we construct a k-nearest neighbor estimator based on the training
set. Second we use the validation set to select d̂ and k̂ as follows :

(d̂; k̂) 2 arg min
d�1;1�k�‘

"
1
m

X

j2Jm

�
Yj � f‘;k;d(X

(d)
j )
�2

+
�dp
m

#

: (1.2)

Here, the term �d=
p
m is a given penalty term which tends to in�nity with

d to prevent over�tting.

This method, which is computationnaly simple, leads to the estimator

f̂n(x) := f‘;k̂;d̂(x
(d̂)); (1.3)

which has an error

E(f̂n) =
Z

Z

�
y � f̂n(x)

�2
d�(x; y) =

Z

H

�
f̂n(x)� f�(x)

�2
d�X(x) + �2

� :

The estimator fn satis�es the following oracle inequality :

Proposition 1.2.1 Let M be a positive constant such that Y 2 � M a:s:,
and suppose that

� :=
1X

d=1

e�2(�d=M)2
<1:

Then there exists a constant c > 0, only depending on � and M , such that,
for every integer ‘ > 1=� and m = n� ‘,

E
Z

H

�
f̂n(x)� f�(x)

�2

� inf
d�1

�
(�2

�;d � �
2
�) + inf

1�k�‘

�
E
Z

H(d)

�
f‘;k;d(x)� f�;d(x)

�2
�

+
�dp
m

�
+c
r

ln ‘
m

:

(1.4)

The term �2
�;d � �2

� may be viewed as the price to be paid for using a
�nite dimensional approximation of the observations, and it converges to
zero by Lemma 1.3.1 below. The term inf1�k�‘

�
E
R
H(d)(f‘;k;d(x)� f�;d(x))2

�

converges also to zero by Lemma 1.3.2. Since the in�mum is taken over all
d � 1, weak convergence of f̂n(x) to f�(x) is ensured.
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1.3 Proof

Theorem 1.2.1 Under the assumption of Proposition 1.2.1 and

lim
n!1

‘ =1; lim
‘!1

k =1; lim
‘!1

k
‘

= 0; and lim
n!1

ln ‘
m

= 0;

f̂n weakly converges to f�, i.e.,

E
Z

H

�
f̂n(x)� f�(x)

�2
! 0 as n!1:

Pratically speaking, as discussed in Biau, Bunea, and Wegkamp [2], choosing
the penalty in (1.2) is not an easy task. Indeed, an abusive penalisation of
high dimensions can mask helpful information. For a more involved discussion
about the penalty choice, and experimental results, we refer the reader to
Tuleau [7], who shows that that adding a penalty term improves the stability
of the selected dimension d. As an example, one can choose �d =

p
d=n.

1.3 Proof

Proof of Proposition 1.2.1 Let

L(k; d) = E
��
Y � f‘;k;d

�
X(d)�

�2
j (Xi; Yi); 1 � i � n

�
;

and

L̂(k; d) =
1
m

X

j2Jm

�
Yj � f‘;k;d(X

(d)
j )
�2
:

We have to minimize L̂(k; d) + �d=m in k and d.

Fix " > 0. For every d � 1 and every k satisfying 1 � k � ‘, we may write

P
�
L(k̂; d̂)� L̂(k; d) >

�dp
m

+ "
�
� P

�
L(k̂; d̂)� L̂(k̂; d̂) >

�d̂p
m

+ "
�
;

since, by de�nition of (k̂; d̂),

L̂(k̂; d̂) +
�d̂p
m
� L̂(k; d) +

�dp
m
:
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Therefore,

P
n
L(k̂; d̂)� L̂(k; d) > �d=

p
m+ "

o

�
1P

d=1

‘P

k=1
P
n
L(k; d)� L̂(k; d) > �d=

p
m+ "

o

(by the union bound)

=
1P

d=1

‘P

k=1
EP
n
L(k; d)� L̂(k; d) > �d=

p
m+ " j (Xi; Yi); i 2 I‘

o

�
1P

d=1
‘ exp

n
� 2[(�d=

p
m) + "]2 � (m=M2)

o

(by Hoe�ding’s inequality)

� ‘e�2m"2=M2
1P

d=1
e�2(�d=M)2

= �‘e�2m"2=M2 ;

where � =
P1

d=1 e
�2(�d=M)2 . Since, for every d � 1 and k with 1 � k � ‘,

EL(k̂; d̂) � EL̂(k; d) +
�dp
m

+
Z 1

0
P
�
L(k̂; d̂)� L̂(k; d) >

�dp
m

+ "
�
d" ;

we obtain, for every u > 0,

EL(k̂; d̂) � EL̂(k; d) +
�dp
m

+ u+ �‘
Z 1

u
e�2m"2=M2

d" :

Note that

Z 1

u
e�2m"2=M2

d" �
1
2

Z 1

u

�
2 +

M2

2m"

�
e�2m"2=M2

d"

= �
1
2

�
M2

2m"
e�2m"2=M2

�1

u

=
M2

4mu
e�2mu2=M2

:

Whence, choosing u = M
p

ln(�‘)=2m, we obtain

EL(k̂; d̂) � EL̂(k; d) +
�dp
m

+M

r
ln(�‘)

2m
+

M
2
p

2m ln(�‘)
:

Since k and d are arbitrary,
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EL(k̂; d̂) � inf
d�1;1�k�‘

EL̂(k; d) +
�dp
m

+M

r
ln(�‘)

2m
+

M
2
p

2m ln(�‘)
:

The fact that EL̂(k; d) = EL(k; d) for each �xed k,d leads to the inequality
(1.4). �
Proof of Theorem 1.2.1 will rely on the following lemma.

Lemma 1.3.1 We have

�2
�;d � �

2
� ! 0 as d!1 :

Proof of Lemma 1.3.1

�2
�;d � �

2
� = E

h
Y � E

�
Y jX(d)�

i2
� E

h
Y � E

�
Y jX

�i2

= E
h
Y � E

�
Y jX

�i2
+ E

h
E
�
Y jX

�
� E

�
Y jX(d)�

i2
� E

h
Y � E

�
Y jX

�i2

= E
h
E
�
Y jX

�
� E

�
Y jX(d)�

i2
:

Since E[Y 2] <1, the sequence
�

E[Y jX(d)]
�

d�1
is a L2 bounded martingale,

therefore we have

E[Y jX(d)]! E[Y jX] in the L2 sense as d!1: �

Lemma 1.3.2 Assume that k !1 and k=‘! 0 as ‘!1. Then, for any
�xed d,

E
Z

H(d)

�
f‘;k;d(x)� f�;d(x)

�2
! 0 as ‘!1

Proof of Lemma 1.3.2 See Gy�or�, Kohler, Krzyzak, and Walk [4], Theo-
rem 6.1, page 88. �

We are now in a position to prove Theorem 1.2.1.
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A k-Nearest Neighbor approach for functional regression

Proof of Theorem 1.2.1 Fix " > 0. By Lemma 1.3.1, we know there exist
d0 such that ��;d � �2

� � " for all d � d0. Then, by Lemma 1.3.2, we have

E
Z

H(d0)

�
f‘;k;d0(x)� f�;d0(x)

�2
! 0 as ‘!1:

Finally by Proposition 1.2.1 we have :

E
Z

H

�
f̂n(x)� f�(x)

�

� inf
d�1

�
(�2

�;d � �2
�) + inf

1�k�‘

�
E
Z

H(d)

�
f‘;k;d(x)� f�;d(x)

�2
�

+
�dp
m

�
+ c
r

ln ‘
m

� (�2
�;d0
� �2

�) + inf
1�k�‘

�
E
Z

H(d0)

�
f‘;k;d0(x)� f�;d0(x)

�2
�

+
�d0p
m

+ c
r

ln ‘
m

� "+ o(1), as n!1:

Since " is arbitrary the convergence is ensured. �
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Chapitre 1

Quanti�cation de courbes dans
un espace de Banach

Ce chapitre �a fait l’objet d’un article en anglais, soumis en 2009 dans la revue
Mathematical methods of statistics. Cet article est donn�e en Annexe de cette
th�ese.

1.1 Introduction

Le clustering, ou l’art de rep�erer des groupes dans des donn�ees, est un sujet
aux multiples rami�cations, tant sur le plan th�eorique que pratique. Il y a
environ 45 ans, des biologistes et des sociologues ont commenc�e �a chercher
des m�ethodes automatiques pour r�epartir leurs donn�ees en di��erents groupes.
Au �l des ans de nombreux ouvrages sur le sujet ont vu le jour. Citons par
exemple les ouvrages de Duda et Hart [10], Gan, Ma et Wu [14], Hartigan [17],
Kogan [22], ou encore Mirkin [28]. Aujourd’hui, le clustering est utilis�e dans
des domaines tr�es vari�es, comme par exemple l’intelligence arti�cielle, la so-
ciologie, le marketing, la recherche m�edicale, ou encore les sciences politiques.

Dans de nombreux domaines de la statistique contemporaine, les donn�ees
prennent la forme de courbes (ou surfaces) al�eatoires. Ces courbes peuvent,
par exemple, repr�esenter l’intensit�e d’une source lumineuse, la quantit�e de
CO2 rejet�ee par une voiture, le taux de sucre dans le sang, ou encore le trac�e
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d’un �electrocardiogramme. Les appareils de mesure ne captant que la valeur
de la courbe �a certains instants, les donn�ees disponibles ne sont en fait que des
versions discr�etis�ees de la courbe. Toutefois, le statisticien a int�erêt �a prendre
en compte le caract�ere continu de ces observations (par exemple pour prendre
en compte la r�egularit�e des fonctions). Il devient alors int�eressant de ne plus
consid�erer ces donn�ees comme des vecteurs de grande dimension, mais plutôt
de les appr�ehender comme des \fonctions", c’est-�a-dire comme des objets
uniques �evoluant dans des espaces de dimension in�nie. La litt�erature s’est
r�ecemment �eto��ee de r�esultats prenant en compte la nature fonctionnelle des
donn�ees. Pour de plus amples r�ef�erences bibliographiques, nous renvoyons le
lecteur �a l’ouvrage de Ramsay et Silverman [30]. Dans ce travail, nous en-
visageons le probl�eme du clustering dans un espace g�en�eral, ce qui permet,
en particulier, de prendre en compte des observations fonctionnelles, c’est-�a-
dire d’observations prenant leurs valeurs dans un espace de dimension in�nie.

Nous nous int�eresserons �a un clustering par partitionnement. L’id�ee est de
classer les donn�ees en k groupes satisfaisant les deux conditions suivantes :

1. Chaque groupe contient au moins une donn�ee ;

2. Chaque donn�ee appartient �a un et un seul groupe.

La seconde condition impose que deux groupes ne peuvent avoir de donn�ees
en commun et que les k groupes contiennent toutes les donn�ees. La Figure
1.1 montre un exemple de points r�epartis en cinq groupes.

Voici quelques exemples d’utilisation du clustering :

� On dispose des notes des �el�eves d’un lyc�ee. Peut-on former des groupes ?

� �A partir de donn�ees sur des bancs de poissons, peut-on di��erencier des
types de bancs ?

Les donn�ees du deuxi�eme exemple peuvent prendre la forme de courbes
al�eatoires, autrement dit des objets �a valeur dans un espace de dimension
in�nie.
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1.1 Introduction

Figure 1.1 { Un exemple de r�epartition des donn�ees en 5 groupes.

La m�ethode de clustering que nous utilisons repose sur la technique dite de
quanti�cation, tr�es utilis�ee en compression du signal (Graf et Luschgy [16],
Linder [25]). �Etant donn�e un espace norm�e (H; kk), on se donne un sous-
ensemble �ni C de H, que l’on nomme alphabet et on repr�esente chaque
�el�ement x de H par un �el�ement (et un seul) x̂ de cet alphabet. La fonction,
not�ee q, qui �a chaque donn�ee associe sa repr�esentation (on a donc q(x) = x̂)
est appel�ee quanti�cateur. Notons de plus que nous avons d�ecid�e de travailler
avec une taille d’alphabet k �x�ee.

Soit maintenant X une variable al�eatoire �a valeurs dans H de loi �. A�n
de mesurer la qualit�e de l’approximation e�ectu�ee en rempla�cant X par sa
quanti�cation X̂, on se donne une fonction d : H � H ! R+ mesurable,
que nous appellerons mesure de distorsion. La distorsion est alors d�e�nie par
E d(X; X̂). L’objectif est d’optimiser la qualit�e de la quanti�cation, c’est-�a-
dire de minimiser la distorsion E d(X; X̂) sur l’ensemble de tous les quanti�-
cateurs possibles.

Dans ce travail, nous avons choisi de consid�erer la mesure de distorsion
donn�ee par la distance L1, c’est-�a-dire d(x; y) = kx�yk. Rappelons que, dans
le cas o�u k = 1, un point y� qui minimise EkX � yk est appel�e une m�ediane.
On peut montrer que l’ensemble des m�edianes est naturellement robuste face
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Quanti�cation de courbes dans un espace de Banach

�a de petites perturbations de la loi de X (voir Kemperman [21]). Cette re-
marque motive le choix du crit�ere L1 dans le cas d’un probl�eme �a k-centres.
En particulier, dans le cas pratique o�u la loi � est inconnue et o�u nous dis-
posons, en lieu et place de �, d’un �echantillon d’observations (X1; : : : ; Xn)
ind�ependantes et identiquement distribu�ees (i.i.d.) de loi �, cette robustesse
naturelle permet d’att�enuer l’e�et de valeurs aberrantes dans l’�echantillon.

Le document est organis�e de la fa�con suivante. Nous commen�cons dans la
Section 2 par d�e�nir le cadre g�en�eral de notre travail. Nous montrons ensuite
que les quanti�cateurs optimaux (au sens de la distorsion) existent, et qu’ils
sont obtenus dans une famille de quanti�cateurs particuliers, dits de type
plus proches voisins. Nous abordons ensuite dans la Section 3 le probl�eme
statistique en pr�esentant di��erents estimateurs des ces quanti�cateurs opti-
maux, ainsi que les algorithmes qui permettent de les calculer. En�n nous
pr�esentons dans la derni�ere section une �etude pratique sur des donn�ees si-
mul�ees et r�eelles.

1.2 Quanti�cation dans un espace de Banach
g�en�eral

1.2.1 Cadre g�en�eral

Dans toute la suite, (H; k:k) d�esigne un espace de Banach r�e
exif (c’est-�a-
dire un espace pour lequel la boule unit�e est faiblement compacte) s�eparable
(voir Dunford et Schwartz [12]), et X repr�esente une variable al�eatoire de
loi � �a valeurs dans H telle que EkXk < 1. Insistons sur le fait que nous
n’imposons aucune restriction a priori sur la dimension de H.

D�e�nition 1.2.1 Soit C = fyigki=1 un alphabet, c’est-�a-dire un ensemble de
k points distincts de H, appel�es centres. On appelle k-quanti�cateur toute
application bor�elienne q : H ! C.
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1.2 Quanti�cation dans un espace de Banach g�en�eral

Posons, pour tout (x; y) dans H�H :

d(x; y) = kx� yk:

A�n de mesurer l’erreur commise en repr�esentant X par q(X), nous intro-
duisons la distorsion D(�; q) d�e�nie par

D(�; q) = E d(X; q(X)) =
Z

H
d(x; q(x))�(dx):

Notons d’embl�ee que D(�; q) <1, car EkXk <1. Pour une taille d’alpha-
bet k �x�ee, nous allons chercher �a minimiser D(�; q) sur l’ensemble Qk de
tous les k-quanti�cateurs. Pour cela, nous d�e�nissons

D�k(�) = inf
q2Qk

D(�; q):

Lorsque cet in�mum est atteint pour un quanti�cateur particulier q�, nous
dirons que q� est un quanti�cateur optimal, ce qui signi�e que D(�; q�) =
D�k(�):

On peut remarquer que tout quanti�cateur est caract�eris�e par :

1. Son alphabet C = fyigki=1 d’une part ;

2. Une partition de H en cellules Si = fx 2 H : q(x) = yig; i = 1; : : : ; k
d’autre part,

via la r�egle
q(x) = yi () x 2 Si:

Dans la suite nous d�e�nirons donc un quanti�cateur par son alphabet et ses
cellules.

1.2.2 Quantizeurs de type plus proches voisins
Partition de Vorono�� et centro��des

D�e�nition 1.2.2 Une partition fSigki=1, associ�ee �a un alphabet C = fyigki=1,
est dite partition de Vorono�� si elle est d�e�nie comme suit :

S1 = fx 2 H : kx� y1k � kx� yjk; j = 1; : : : ; kg ;
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et, pour i = 2; : : : ; k,

Si = fx 2 H : kx� yik � kx� yjk; j = 1; : : : ; kg n
i�1[

k=1

Sk:

La Figure 1.2 pr�esente un exemple de partition de Vorono�� dans R2 pour la
distance euclidienne.

Figure 1.2 { Un exemple de partition de Vorono�� dans R2 pour la distance
euclidienne.

Remarque : Dans la d�e�nition ci dessus, on enl�eve
Si�1
k=1 Sk �a Si pour �eviter

les ambigu��t�es sur les fronti�eres des cellules.

D�e�nition 1.2.3 On dit qu’un quanti�cateur d’alphabet C = fyigki=1 est de
type plus proches voisins s’il admet pour partition la partition de Vorono�� as-
soci�ee �a C.

Nous allons maintenant montrer qu’il su�t de consid�erer des quanti�cateurs
de type plus proches voisins.

Lemme 1.2.1 (Condition des plus proches voisins) Soit q un quanti-
�cateur d’alphabet C = fyigki=1 et de partition associ�ee fSigki=1. Soit q0 le
quanti�cateur de même alphabet et de partition associ�ee la partition de Vo-
rono��. Alors

D(�; q0) � D(�; q):
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1.2 Quanti�cation dans un espace de Banach g�en�eral

Preuve du Lemme 1.2.1 On peut remarquer que :

kx� q0(x)k = min
y2C
kx� yik:

Ainsi nous pouvons �ecrire

D(�; q) = EkX � q(X)k

=
kX

j=1

Z

Sj
kx� yjk�(dx)

�
kX

j=1

Z

Sj
min
y2C
kx� yk�(dx)

=
Z

H
min
y2C
kx� yk�(dx)

= E kX � q0(X)k = D(�; q0): �

Nous pouvons en d�eduire imm�ediatement :

Corollaire 1.2.1 Si un quanti�cateur q� optimal existe, il appartient aux
quanti�cateur de type plus proches voisins. On a de plus

D�k(�) = inf
C�H : jCj=k

E min
y2C
kX � yk:

Nous montrerons dans la section suivante que cet in�mum est atteint, c’est-
�a-dire qu’il existe un alphabet C� = fy�i g

k
i=1 tel que

E min
y�2C�

kX � y�k = inf
C�H:jCj=k

E min
y2C
kX � yk:

Le lemme suivant permet, pour une partition donn�ee, de choisir un alphabet
optimal. Rappelons au pr�ealable que H �etant un espace de Banach r�e
exif
s�eparable, toute loi de probabilit�e sur H admet au moins une m�ediane (Kem-
perman [21]). Nous pouvons donc �enoncer :

Lemme 1.2.2 (Condition des centro��des) Soit q un quanti�cateur de par-
tition fSigki=1 telle que �(Si) > 0 pour i = 1; : : : ; k. Si q0 est un quanti�cateur
admettant les mêmes cellules et dont les centres y01; : : : ; y0k sont des m�edianes
des lois de X conditionn�ees par [X 2 S1] ; : : : ; [X 2 Sk], c’est-�a-dire,

y0i 2 arg min
y2H

E [kX � yk j X 2 Si] ; i = 1; : : : ; k;
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alors
D(�; q0) � D(�; q):

Preuve du Lemme 1.2.2 On a

D(�; q) = E kX � q(X)k

=
kX

i=1

E [kX � yikjX 2 Si]�(Si)

�
kX

i=1

E [kX � y0ikjX 2 Si]�(Si)

= E kX � q0(X)k = D(�; q0): �

Ces deux lemmes vont nous permettre d’�etablir une m�ethode simple pour
construire un \bon" quanti�cateur (au sens de la distorsion).

Une m�ethodologie simple : l’algorithme de Lloyd

Du Lemme 1.2.1 et du Lemme 1.2.2 nous pouvons facilement d�eduire un
algorithme simple permettant de construire un k-quanti�cateur, l’algorithme
de Lloyd (Gersho et Gray [15], Chapitre 6). La base de cet algorithme est
l’it�eration de Lloyd (voir Figure 1.3) qui permet, �a partir d’un alphabet
donn�e, d’en construire un meilleur de la mani�ere suivante.

Figure 1.3 { It�eration de Lloyd.

L’algorithme proc�ede de la fa�con suivante :

1. �Etant donn�e un alphabet Cm, on lui associe la partition de Vorono�� cor-
respondante ;
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1.2 Quanti�cation dans un espace de Banach g�en�eral

2. On utilise ensuite la condition des centro��des pour construire Cm+1,
l’alphabet optimal pour la partition calcul�ee juste avant.

Grâce aux deux conditions d’optimalit�e (celle des plus proches voisins et celle
des centro��des), chaque it�eration diminue ou laisse inchang�ee la distorsion.
L’algorithme de Lloyd peut alors être visualis�e de mani�ere concise comme
dans le Tableau 1.1. La m�ethodologie g�en�erale est r�esum�ee dans la Figure
1.4.

Table 1.1 { Algorithme de Lloyd.

Malheureusement cet algorithme pr�esente deux d�efauts. Le premier est qu’il
d�epend de l’alphabet initial choisi (il faut �eviter en particulier de choisir des
alphabets initiaux concentr�es dans une petite partie de l’espace H). Le se-
cond est que, même si Dm est e�ectivement a�aiblie �a chaque it�eration, elle
ne converge pas forc�ement vers la distorsion optimale. Nous verrons par la
suite (Section 3) d’autre m�ethodes permettant de construire des quanti�ca-
teurs optimaux.

Remarque : En pratique � est inconnue et nous pr�esenterons dans la Section
3 une version de cet algorithme utilisant la mesure empirique �n en lieu et
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place de �.

Figure 1.4 { Diagramme de l’algorithme de Lloyd.

1.2.3 Minimisation de la distorsion pour les quanti�-
cateurs de type plus proches voisins

Nous allons montrer dans cette sous-section que le probl�eme de la minimi-
sation de D(�; q) admet au moins une solution. En vertu du Lemme 1.2.1,
nous ne consid�ererons �a pr�esent que des quanti�cateurs de type plus proches
voisins. Nous n’aurons ainsi besoin pour les caract�eriser que de leur alphabet.

Notations, d�e�nitions et r�esultats pr�eliminaires

Notons yk un �el�ement de Hk de coordonn�ees (y1; : : : ; yk). Ne consid�erant que
des partitions de Vorono��, nous pouvons �ecrire, pour un quanti�cateur donn�e
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q d’alphabet yk,

D(�; q) = D(�;yk):

Montrer l’existence de solutions �a notre probl�eme de minimisation est alors
�equivalent �a montrer que la fonction D(�; :) admet au moins un minimum
y�k, ce qui sera assur�e par le Th�eor�eme 1.2.1 ci-apr�es. Rappelons au pr�ealable
quelques d�e�nitions importantes.

D�e�nition 1.2.4 Une fonction � : H ! �R est dite semi-continue
inf�erieurement pour la topologie faible (en abr�eg�e faiblement s.c.i.) si elle
satisfait �a l’une des conditions �equivalentes suivantes :

(i) 8t 2 R; fu 2 H : �(u) � tg est ferm�e pour la topologie faible.

(ii) 8�u 2 H; lim inf
uw!�u

�(u) � �(�u) (o�u w! note la convergence faible dans H):

Pour une preuve de l’�equivalence entre les deux conditions de la D�e�nition
1.2.4, et plus de pr�ecisions sur les notions de semi-continuit�e inf�erieure et
topologie faible, le lecteur est invit�e �a consulter le livre de Ekeland et Teman
[13]. On y trouve aussi la d�emonstration des propri�et�es suivantes.

Propri�et�es 1.2.1 Avec les notations de la D�e�nition 1.2.4 :
(i) Si � est continue convexe, alors elle est faiblement s.c.i.

(ii) Si � est faiblement s.c.i. sur un compact B pour la topologie faible, elle
poss�ede un minimum sur B.

Nous noterons en�n BR la boule ferm�ee dans (H; k:k) de centre 0 et de rayon
R.

Existence d’un alphabet optimal

Nous sommes maintenant en mesure d’�enoncer et prouver le r�esultat principal
de cette section :
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Th�eor�eme 1.2.1 Supposons que H est un espace de Banach r�e
exif et
s�eparable. La fonction D(�; :) admet au moins un minimum, autrement dit
il existe au moins un alphabet optimal.

A�n de prouver le Th�eor�eme 1.2.1, nous allons montrer qu’il su�t de mini-
miser D(�; :) sur une boule ferm�ee born�ee.

Lemme 1.2.3 Il existe A > 0 et ‘ � k tels que

inf
yk2Hk

D(�;yk) = inf
y‘2B‘A

D(�;y‘):

Preuve du Lemme 1.2.3 Rappelons que E kXk <1. On suppose que le
support de � n’est pas r�eduit �a un point, de sorte que D�1(�) > D�2(�). Soit
alors ‘ l’unique entier 2 � ‘ � k (on �ecarte le cas trivial o�u k = 1) tel que

D�k(�) = : : : = D�‘ (�) < D�‘�1(�)

(si le support de � contient au moins k points, alors ‘ = k). Pour " > 0 tel
que

" <
1
2
�
D�‘�1(�)�D�‘ (�)

�
;

consid�erons 0 < r < R tel que

(R� r)�(Br) > D�‘ (�) + "; et 2
Z

BC2R

kxk�(dx) < ": (1.1)

Soit en�n y‘ v�eri�ant D(�;y‘) < D�‘ (�) + " avec, sans perte de g�en�eralit�e,
ky1k � : : : � ky‘k. On a alors que ky1k � R. En e�et, dans le cas contraire,
nous aurions min

i=1;:::;‘
kx� yik � (R� r) pour tout x dans Br, et donc

D�‘ (�) + " >
Z

Br
min
i=1;:::;‘

kx� yik�(dx) � (R� r)�(Br);

ce qui contredit (1.1).
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Nous allons maintenant montrer que, pour tout j = 2; : : : ; ‘, nous avons
kyjk � 5R. Supposons au contraire que ky‘k > 5R. Alors pour tout x dans
H,

kx� y1k � kx� y‘k1x2B2R + 2kxk1x2BC2R : (1.2)

Soit fSig‘i=1 la partition de Vorono�� associ�ee �a fyig‘i=1. Alors

D(�;y‘�1) =
‘X

j=1

Z

Sj
min

i=1;:::;‘�1
kx� yik�(dx)

�
‘�1X

j=1

Z

Sj
kx� yjk�(dx) +

Z

S‘
kx� y1k�(dx)

�
‘X

j=1

Z

Sj
kx� yjk�(dx) + 2

Z

BC2R

kxk�(dx)

(d’apr�es (1.2))
� D(�;y‘) + " � D�‘ (�) + 2"
< D�‘�1(�)
(d’apr�es(1.1));

ce qui est impossible. Nous obtenons donc

D(�;y‘) < D�‘ (�) + " =) y‘ 2 (B(5R))‘ :

On conclut en posant A = 5R que

inf
yk2Hk

D(�;y) = D�k(�) = D�‘ (�) = inf
y‘2B‘A

D(�;y‘): �

Pour tout x dans H, d�e�nissons les fonctions gi;x : Hk ! R et gx : Hk ! R
par :

gi;x(yk) = kx� yik;

et

gx(yk) = min
i=1;:::;k

gi;x(yk):

Lemme 1.2.4 Pour tout x dans H, la fonction gx est faiblement s.c.i. sur
Hk.
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Preuve du Lemme 1.2.4 Pour chaque x dans H, les fonctions gi;x sont
continues et convexes, elles sont donc faiblement s.c.i. d’apr�es la Propri�et�e
1.2.1 (i). Pour tout t dans R, les ensembles

fyk 2 Hk : gi;x(yk) � tg

sont donc faiblement ferm�es. On peut en d�eduire que

fyk 2 Hk : gx(yk) � tg =
k[

i=1

fyk 2 Hk : gi;x(yk) � tg

est faiblement ferm�e, d’o�u le r�esultat en utilisant (i) dans la D�e�nition 1.2.4.
�

Corollaire 1.2.2 La fonction D(�; :) est faiblement s.c.i. sur Hk.

Preuve du Corollaire 1.2.2 Pour chaque y�k 2 Hk, nous pouvons �ecrire :

lim inf
yk

w!y�k

D(�;yk) = lim inf
yk

w!y�k

Z

H
gx(yk)�(dx)

�
Z

H
lim inf
yk

w!y�k

gx(yk)�(dx)

(d’apr�es le Lemme de Fatou)

�
Z

H
gx(y�k)�(dx)

(d’apr�es le Lemme 1:2:4 et le (ii) de la D�e�nition 1:2:4)
= D(�;y�k);

ce qui montre bien que D(�; :) satisfait la condition (ii) de la D�e�nition 1.2.4.
�
Nous sommes maintenant en mesure de prouver le Th�eor�eme 1.2.1.

Preuve du Th�eor�eme 1.2.1 D’apr�es le Lemme 1.2.3, il existe R > 0
tel que l’in�mum de D(�; :) sur Hk est aussi l’in�mum de D(�; :) sur Bk

R.
Or, d’une part Bk

R est compact pour la topologie faible car H est r�e
exif
(Dunford et Schwartz [12]), et d’autre part D(�; :) est faiblement s.c.i. d’apr�es
le Corollaire 1.2.2. Donc, d’apr�es la Propri�et�e 1.2.1 (ii), la fonction D(�; :)
atteint son in�mum sur Bk

R. �
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1.3 Le probl�eme statistique

Dans un contexte statistique, la loi de X est inconnue et nous disposons
seulement �a la place d’un n-�echantillon fXigni=1, o�u les Xi sont des variables
al�eatoires i.i.d. de même loi que X. Il est alors possible de d�e�nir �n la mesure
empirique par

�n(A) =
1
n

nX

i=1

1Xi2A;

pour tout ensemble mesurable A � H. Cette mesure empirique est une bonne
approximation de � quand n est grand, et nous allons nous en servir pour
rendre utilisable en pratique les r�esultats de la Section 2.

1.3.1 Un premier estimateur convergent
Construction

Nous allons chercher �a construire un estimateur

qn = qn(:; X1; : : : ; Xn)

dont la distorsion s’approche de la distorsion optimale D�. L’id�ee consiste �a
de construire des quanti�cateurs empiriques dont les distorsions s’approchent
asymptotiquement (avec n) de la distorsion optimale pour X. Dans la mesure
o�u qn est al�eatoire, sa distorsion est donn�ee (avec un l�eger abus de notations)
par

D(�; qn) = E [kX � qn(X)k j X1 : : : ; Xn] :

Insistons bien sur le fait que D(�; qn) est une variable al�eatoire.

D�e�nition 1.3.1 Un quanti�cateur empirique q�n est dit empiriquement op-
timal si

q�n 2 arg min
q2Qk

nX

i=1

kXi � q(Xi)k; (1.3)

autrement dit, si

D(�n; q�n) = D�k(�n):
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Nous avons en fait simplement repris la d�e�nition d’un quanti�cateur opti-
mal, en rempla�cant � par �n. Nous savons par cons�equent grâce au Th�eor�eme
1.2.1 que, pour tout n, D(�n; :) admet (au moins) un minimum, ce qui veut
dire qu’il existe toujours au moins un quanti�cateur empiriquement optimal
q�n. Comme pour les quanti�cateurs optimaux th�eoriques, le Lemme 1.2.1
nous permet de ne minimiser D(�n; qn) que dans la classe des quanti�cateurs
de type plus proches voisins. Dans toute la suite, tous les quanti�cateurs
empiriques consid�er�es seront donc �egalement de type plus proches voisins.

Convergence

Nous allons montrer que les quanti�cateurs empiriques optimaux obtenus
�a partir de la formule (1.3) sont consistants, au sens o�u la suite des distor-
sions D(�; q�n) converge presque sûrement vers la distorsion optimale D(�; q�)
lorsque la taille n de l’�echantillon crô�t vers l’in�ni.

Th�eor�eme 1.3.1 Pour tout k � 1, une suite de k-quanti�cateurs empiriques
optimaux (q�n)n�1 satisfait

lim
n!1

D(�; q�n) = D�k(�) p:s:

et
lim
n!1

D(�n; q�n) = D�k(�) p:s:

L’id�ee est la suivante : si pour de grandes valeurs de n la mesure empirique �n
estime bien la mesure �, alors les quanti�cateurs optimaux pour �n devraient
constituer de bonnes estimations des quanti�cateurs optimaux pour �. Pour
formaliser cette approche nous avons besoin d’une mesure appropri�ee de la
proximit�e entre deux mesures de probabilit�e. �A cet e�et, �etant donn�ees � et �
deux mesures de probabilit�e surH de moments d’ordre 1 �ni, nous d�e�nissons
la distance de L1-Wasserstein entre � et � (cf. Dudley [11], Section 11.8) par

�(�; �) = inf
X��;Y��

EkX � Y k;

o�u l’in�mum est pris sur toutes les paires de variables al�eatoires (X; Y ) �a
valeurs dans P(�; �), o�u P(�; �) est l’espace des couples al�eatoires (X; Y )
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tels que X soit de loi � (X � �) et Y de loi � (Y � �). Nous pouvons
remarquer imm�ediatement que, pour un couple (X; Y ) 2 P(�; �), nous avons

�(�; �) � E kXk+ E kY k <1:

Lemme 1.3.1 L’in�mum d�e�nissant �(�; �) est en fait un minimum. De
plus, � est une distance sur l’espace des lois de probabilit�e sur H de moment
d’ordre 1 �ni.

Preuve du Lemme 1.3.1 Voir Dudley [11], pages 329-333.

Le lemme suivant justi�e le choix de � en montrant que deux quanti�cateurs
fond�es sur des mesures proches au sens de � sont proches au sens de leur
distorsion.

Lemme 1.3.2 On a,

sup
q2Qk
jD(�; q)�D(�; q)j � �(�; �):

De plus,

jD�k(�)�D�k(�)j � �(�; �):

Preuve du Lemme 1.3.2 Soient C = fyigki=1 l’alphabet de q, X � �, et
Y � � atteignant le minimum d�e�nissant �(�; �). Nous avons alors

D(�; q) = E min
i=1;:::;k

kX � yik

� EkX � Y k+ E min
i=1;:::;k

kY � yik

= �(�; �) +D(�; q):

L’in�egalit�e D(�; q)�D(�; q) � �(�; �) se d�emontre de mani�ere identique.

Prouvons maintenant le second point. Soit q� un k-quanti�cateur optimal
pour �. Nous avons, par la premi�ere in�egalit�e du lemme,

D�k(�)�D�k(�) = D�k(�)�D(�; q�)
� D(�; q�)�D(�; q�)
� �(�; �):
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L’in�egalit�e D�k(�) � D�k(�) � �(�; �) se d�emontre de mani�ere similaire en
consid�erant un k-quanti�cateur optimal pour �. �

Ce lemme fournit donc une majoration de l’�ecart entre la distorsion du quan-
ti�cateur empirique optimal et la distorsion optimale.

Corollaire 1.3.1 Tout k-quanti�cateur q�n empiriquement optimal v�eri�e

D(�; q�n)�D�k(�) � 2�(�; �n):

Preuve du Corollaire 1.3.1 Soit q� un k-quanti�cateur optimal pour �.
On a alors

D(�; q�n)�D�k(�) = D(�; q�n)�D(�; q�)
= D(�; q�n)�D(�n; q�n) +D(�n; q�n)�D(�; q�)
� D(�; q�n)�D(�n; q�n) +D(�n; q�)�D(�; q�)
� 2�(�; �n);

la derni�ere in�egalit�e d�ecoulant du Lemme 1.3.2. �

Il nous reste un dernier r�esultat �a prouver avant de pouvoir d�emontrer le
Th�eor�eme 1.3.1. Nous utiliserons la notation) pour d�esigner la convergence
�etroite vers � (voir Billingsley [4]).

Lemme 1.3.3 �Etant donn�ees une probabilit�e � et une suite de mesures de
probabilit�e (�n)n2N�, � et �n de moment d’ordre 1 �ni pour tout n, on a

�
lim
n!1

�(�; �n) = 0
�
,
�
�n ) � et

Z
kxk�n(dx)!

Z
kxk�(dx)

�
:

Preuve du Lemme 1.3.3 Ce r�esultat, classique en dimension �nie (voir
Graf et Luschgy [16], page 57), s’�etend facilement au cas o�u H est un espace
de Banach r�e
exif s�eparable. En voici la preuve.

� Supposons lim
n!1

�(�; �n) = 0.
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Pour tout n, soit (Y; Yn) un couple al�eatoire dans P(�; �n) tel que
�(�; �n) = EkY � Ynk. On a alors lim

n!1
EkY � Ynk = 0, ce qui implique

�n ) � et
Z
kxk�n(dx)!

Z
kxk�(dx):

� R�eciproquement,supposons �n ) �.

Alors le Th�eor�eme de Skorohod (voir Dudley [11], Th�eor�eme 11.7.2) a�rme
qu’il existe, pour tout n, une paire (Y; Yn) 2 P(�; �n) telle que Yn ! Y p:s:
Comme

2kYnk+ 2kY k � kY � Ynk � kYnk+ kY k � 0;

le Lemme de Fatou donne :

lim inf
n!1

E f2kYnk+ 2kY k � kY � Ynkg

� E
n

lim inf
n!1

(2kYnk+ 2kY k � kY � Ynk)
o

= 4EkY k:

Supposons de plus que EkYnk ! EkY k. Nous obtenons que EkYn � Y k ! 0,
ce qui implique �(�; �n)! 0: �

Preuve du Th�eor�eme 1.3.1 Nous savons que D(�; q�n) � D�k(�) pour tout
n. Par le Lemme 1.3.2 et le Corollaire 1.3.1, il su�t de prouver que

lim
n!1

�(�; �n) = 0 p:s: (1.4)

Nous savons par le Lemme 1.3.3 que (1.4) est v�eri��ee si, presque sûrement,
�n ) � et

R
kxk�n(dx) !

R
kxk�(dx), ce qui est obtenu en utilisant le

Th�eor�eme de Varadarajan (voir Dudley [11], Th�eor�eme 11.4.1) et la loi forte
des grands nombres. �

Vitesse

La plupart des r�esultats pr�esents dans la litt�erature concernent le cas o�u
H = Rd et o�u la distorsion est fond�ee sur une distance L2 (Pollard [29],
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Linder [25], Linder, Lugosi, et Zeger [26]). Par exemple, il est montr�e dans
[25] que s’il existe T > 0 tel que P[kXk � T ] = 1, alors

ED(�; q�n)�D�(�) � CT 2

r
k(d+ 1) ln(k(d+ 1))

n
;

o�u C > 0 est une constante universelle.

Plus r�ecemment, Biau, Devroye et Lugosi [3] ont montr�e que si H est un
espace de Hilbert et si la distorsion est donn�ee par une distance L2, alors

ED(�; q�n)�D�(�) � C
k
p
n
;

o�u C > 0 est une constante universelle.

Dans ce qui suit, notre but est d’�etablir une vitesse de convergence dans un
espace de Banach pour une distorsion donn�ee par une distante L1, suivant
une m�ethodologie utilis�ee par Bolley, Guillin, et Villani [6] et Malrieu [27].
Nous avons besoin pour cela d’introduire les notions suivantes :

D�e�nition 1.3.2 Soient (E; d) un espace m�etrique et p 2 [1;1[

1. La distance de Lp-Wasserstein �p est d�e�nie par :

�p(�; �) = inf
X��;Y��

(E d(X; Y )p)
1
p ;

o�u � et � sont deux probabilit�es sur E.

2. La probabilit�e � sur E satisfait une in�egalit�e de transport Tp(�) si il
existe � > 0 tel que, pour toute probabilit�e � sur E,

�pp(�; �) �
r

2
�
H(�j�);

o�u H(�j�) =
Z

d�
d�

log
�
d�
d�

�
d� est l’information de Kullback entre �

et � (voir Kullback et Leibler [23]).

Remarques :
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� La distance de Lp-Wasserstein, �egalement nomm�ee distance de Lp-
Kantorovich, est connue pour être appropri�ee dans le contexte de la
quanti�cation (Graf et Luschgy, Section 3 [16]) ;

� Pour ce choix de distance, et dans le but d’obtenir des vitesses de
convergence, les in�egalit�es de transport (ou in�egalit�es de Talagrand)
sont des outils adapt�es (Ledoux [24]).

En pratique, il est di�cile de d�eterminer directement si une mesure � v�eri�e
une in�egalit�e de transport Tp(�). Dans le cas p = 1 les choses sont plus
simples, comme le montre le Th�eor�eme ci-dessous, dont une preuve est calqu�ee
sur celle du Th�eor�eme 1.1 de Bolley, Guillin, et Villani [6], consacr�e au cas
o�u H = Rd.

Th�eor�eme 1.3.2 Une probabilit�e � sur H satisfait une in�egalit�e de transport
T1(�) si et seulement si pour tout � < �=2

Z
e�kx�yk

2
d�(x) <1

pour un certain (et donc pour tout) y dans H.

Dans la suite, nous ne consid�erons que le cas p = 1, et on note � = �1.
Par ailleurs, pour tout ensemble � � H, on d�e�nit P(�) l’ensemble des
probabilit�es sur �, muni de la m�etrique induite par �. On note �egalement
N (r;�) le plus petit nombre de boules de rayon r n�ecessaire pour recouvrir
P(�), c’est-�a-dire

N (r;�)

= inf
�
n 2 N t.q. 9x1; : : : ; xn 2 P(�) :

Sn
i=1BP(�)(xi; r) � P(�)

�
;

o�u BP(�)(xi; r) est la boule de P(�) centr�ee en xi et de rayon r. La quantit�e
ln(N (r;�)) est appel�ee l’entropie de P(�) (Van der Vaart et Wellner [32]).
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De la même mani�ere, soit N(r;�) le plus petit nombre de boules de rayon r
(par rapport �a la m�etrique sur H) n�ecessaire pour recouvrir �.

Dans le but d’�etablir une vitesse de convergence pour D(�; q�n), on introduit
les hypoth�eses suivantes :

H1 : Il existe � > 0 tel que � satisfait une in�egalit�e T1(�) ;

H2 : Toute boule ferm�ee born�ee B de H est pr�ecompacte. Autrement dit,
pour tout r > 0, N(r; B) est �ni ;

Notons que H1 est v�eri��ee pour les solutions des �equations di��erentielles du
type

dXt = b(Xt)dt+ s(Xt)dWt;

o�u t 2 [0; T ], T <1, et b(:), s(:) satisfont certaines hypoth�eses de r�egularit�e
(Djellout, Guillin et Wu [9], Corollaire 4.1). H2 est v�eri��ee, par exemple, si
H est un espace de Sobolev sur un domaine compact de Rd (Cucker et Smale
[8], exemple 3).

Pour R > 0, on rappelle que BR repr�esente la boule de H centr�ee sur l’origine
et de rayon R. On note par ailleurs sans ambigu��t�e N (r; R) = N (r; BR) et
N(r; R) = N(r; BR). En utilisant l’hypoth�ese H2 et le Th�eor�eme A.1 de Bol-
ley, Guillin, et Villani [6] on d�eduit qu’il existe une constante C strictement
positive pour laquelle

N (r; R) �
�
CR
r

�N(r=2;R)

; 8r; R > 0: (1.5)

Th�eor�eme 1.3.3 Supposons que H est un espace de Banach r�e
exif et
s�eparable, et que H1 et H2 sont v�eri��ees. Pour tout �0 < � et " > 0,
il existe trois constantes K, 
, et R1 strictement positives telles que pour
R = R1 max (1; "2; ln (1="2))1=2 et n � K ln (N (
";R)) ="2 on a,

P [�(�; �n) � "] � e�(�0=2)n"2
:
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En utilisant le Corollaire 1.3.1 on obtient imm�ediatement :

Corollaire 1.3.2 Supposons que H est un espace de Banach r�e
exif et
s�eparable, et que H1 et H2 sont v�eri��ees. Pour tout �0 < � et " > 0,
il existe trois constantes K, 
, et R1 strictement positives telles que pour
R = R1 max (1; "2; ln (1="2))1=2 et n � K ln (N (
";R)) ="2 on a,

P [D(�; q�n)�D(�; q�) � "] � e�(�0=8)n"2
:

SoitR la fonction de R�+ dans R�+ d�e�nie parR(x) = R1 max (1; x2; ln (1="2))1=2.
On note M la fonction de R�+ dans R�+ d�e�nie par

M(x) = K ln (N (
x;R(x))) =x2: (1.6)

Le Th�eor�eme 1.3.4 ci-dessous donne la vitesse de convergence d�esir�ee.

Th�eor�eme 1.3.4 Supposons que H est un espace de Banach r�e
exif et
s�eparable, et que H1 et H2 sont v�eri��ees. Si il existe une constante b stric-
tement positive telle que M est inversible sur ]0; b] on a,

E (D (�; q�n)�D (�; q�)) � C0 max(M�1(n); n�1=2);

o�u C0 > 0 est une constante.

Preuve du Th�eor�eme 1.3.4 Soit " > 0 su�samment petit. On a

P [D(�; q�n)�D(�; q�) > "] � e�(�0=8)n"2
;

d�es que n �M("), c’est-�a-dire d�es que " �M�1(n): On peut alors �ecrire :

E(D(�; q�n)�D(�; q�)) =
Z +1

0
P [D(�; q�n)�D(�; q�) > "] d"

=
Z M�1(n)

0
P [D(�; q�n)�D(�; q�) > "] d"

+
Z +1

M�1(n)
P [D(�; q�n)�D(�; q�) > "] d"

� M�1(n) +
Z +1

0
e�(�0=8)n"2

d"

� C0 max(M�1(n); n�1=2);
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d’o�u le th�eor�eme. �

Notons que nous n’imposons aucune restriction sur le support de �. En par-
ticulier nous n’avons pas besoin que � soit �a support born�e. c’est un point
int�eressant car une telle hypoth�ese n’est pas v�eri��ee, par exemple, par les
distributions des processus de di�usion classiques, pourtant souvent utilis�es
en mod�elisation stochastique.

Avant de d�emontrer le Th�eor�eme 1.3.3, nous allons donner les vitesses de
convergences obtenues pour deux espaces fonctionnels di��erents.

Exemples

E1 : Espaces de Sobolev

Soit X un domaine compact de Rd ayant une fronti�ere lisse. On consid�ere
l’espace C1(X ) des fonctions in�niment di��erentiables sur X . Pour tout s
dans N on peut d�e�nir un produit scalaire dans C1(X ) par :

hf j gis =
Z

X

X

j�j�s

D�f(x)D�g(x)dx ; (1.7)

o�u, pour � = (�1; : : : ; �d) 2 N d; D�f =
@�f

@x�1
1 :::@x

�d
d

, et j�j = �1 + : : :+ �d.

On note kks la norme induite par le produit scalaire (1.7). L’espace de So-
bolev Hs(X ) est le compl�et�e de C1(X ) par rapport �a la norme kks.

Le Th�eor�eme de plongement de Sobolev (voir Adams [1]) a�rme que, pour
s > d=2, l’inclusion canonique

Js : Hs(X ) ,! C(X )

est bien d�e�nie et est born�ee, o�u C(X ) d�esigne l’espace des fonctions r�eelles
continues d�e�nies sur X . Par ailleurs le Th�eor�eme de Rellich (voir Adams
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[1]) nous dit de plus que l’image par Js de tout ensemble born�e de Hs(X ) est
compacte.
En combinant l’entropie m�etrique des boules BR de Js(Hs(X )) (voir Cucker
et Smale [8]) avec le Corollaire 1.3.2, obtient �nalement que

P [D(�; q�n)�D(�; q�) > "] � e�(�0=8)n"2
;

d�es lors que

n � ln
�

ln
�
C1

"

��
C2

"2 exp

 �
C3

"

�d=s!

;

o�u C1, C2 et C3 sont des constantes strictement positives, en particulier d�es
lors que

n � exp

 �
C
"

�d=s!

;

o�u C est une constante strictement positive. Tous calculs faits, on obtient
avec le Th�eor�eme 1.3.4 l’existence d’une constante C0 strictement positive
telle que

E(D(�; q�n)�D(�; q�)) �
C0

(lnn)s=d
:

E2 : Espaces de Hilbert �a noyaux reproduisants

Pour plus de pr�ecisions sur les RKHS 1 nous renvoyons le lecteur au livre
de Berlinet et Thomas-Agnan [2] et �a l’article de Cucker et Smale [8]. On
reprend les notations de l’exemple pr�ec�edent.

Soient K un noyau de Mercer, i :e: une fonction de X �X dans R continue,
sym�etrique et d�e�nie positive, � une mesure sur X et LK : L2

�(X ) �! C(X )
l’op�erateur lin�eaire d�e�ni par

(LK(f))(x) =
Z
K(x; t)f(t)d�(t) : (1.8)

Alors LK est bien d�e�ni, positif et compact. On sait qu’il existe un unique
espace de Hilbert HK de fonctions continues sur X et ind�ependant de � tel

1. On utilise ici l’acronyme anglais RKHS pour Reproducing Hilbert Kernel Spaces.
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que l’op�erateur lin�eaire L1=2
K soit un isomorphisme entre L2

�(X ) et HK, o�u
L1=2
K et tel que L1=2

K oL1=2
K = LK . Ainsi on a le diagramme suivant :

L2
�(X )

L1=2
K;C //

L1=2
K

�

$$II
III

III
I C(X )

HK ;

IK

OO

o�u nous avons �ecrit L1=2
K;C pour souligner le fait que la cible est C(X ), et o�u

IK d�enote l’inclusion triviale. Si K est de classe C1, l’image par IK d’une
boule ferm�ee born�ee de HK est compacte. Dans ce cas, en utilisant l’entropie
m�etrique de IK(HK) (voir Cucker et Smale [8]) et le Corollaire 1.3.2, on
obtient que pour tout h > 2d, il existe une constante Ch telle que

P [D(�; q�n)�D(�; q�) > "] � e�(�0=8)n"2
;

d�es lors que

n � ln
�

ln
�
C1

"

��
C2

"2 exp

 �
Ch
"

�2d=h
!

;

o�u C1, C2 et Ch sont des constantes strictement positives. De la même fa�con
que dans l’exemple pr�ec�edent, on obtient l’existence d’une constante C0 stric-
tement positive telle que

E(D(�; q�n)�D(�; q�)) �
C0

(lnn)2d=h :

Preuve du Th�eor�eme 1.3.3

Dans toute ce paragraphe, on suppose que les hypoth�eses H1 et H2 sont
v�eri��ees. La d�emonstration s’e�ectue en trois �etapes :

1. On commence par ramener les mesures � et �n �a des versions tronqu�ees
sur une boule BR ;

2. On recouvre ensuite l’espace P(BR) des mesures de probabilit�e sur BR

par des petites boules de rayon r ;

56



1.3 Le probl�eme statistique

3. En�n, on optimise les di��erents param�etres introduits dans le raison-
nement.

Les trois lemmes suivants correspondent �a ces trois �etapes.

Soit R > 0. Consid�erons la mesure tronqu�ee �R de support BR d�e�nie, pour
tout bor�elien A de H par :

�R[A] =
�[A \BR]
�[BR]

= �(AjBR):

On consid�ere �a pr�esent les variables ind�ependantes fXigni=1 de loi � et fYigni=1

de loi �R. Posons ensuite, pour i � n :

XR
i =

�
Xi si kXik � R
Yi si kXik > R:

Soit �x la mesure de Dirac au point x. Les mesures empiriques �n et �Rn sont
d�e�nies par

�n =
1
n

nX

i=1

�Xi et �Rn =
1
n

nX

i=1

�XR
i
:

On note de plus E� =
R

exp(�kxk2)�(dx). Comme � est suppos�ee satisfaire
une in�egalit�e T1(�), on a, pour � < �=2, E� <1.

Lemme 1.3.4 Soient � 2]0; 1[, "; � > 0, �1 2]0; �=2[, et � 2]�1; �=2[. Alors
on a pour tout R > max

�p
1=2�; 2�=�1

�
,

P [� (�; �n) > "] � P
h
�
�
�R; �Rn

�
> �"� 2E�Re��R

2
i

+ exp
�
�n
h
� (1� �) "� E�e(�1��)R2

i�
:

Preuve du Lemme 1.3.4
Soit " > 0 �x�e, nous allons majorer la quantit�e P[�(�; �n) > "] en fonction
de �R et de la mesure empirique associ�ee. Supposons que � satisfait une
in�egalit�e T1(�). En suivant les arguments de la preuve du Th�eor�eme 1.1 dans
[6] on �etablit que, pour tout � < �=2 et R �

p
1=2� :

�(�; �R) � 2E�Re��R
2
: (1.9)
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De plus, les mesures �n et �Rn v�eri�ent

�(�n; �Rn ) �
1
n

nX

i=1

kXR
i �Xik �

1
n

nX

i=1

Zi;

o�u Zi = 2kXik1kXik>R (i = 1; : : : ; n). On en d�eduit, comme dans la preuve
du Th�eor�eme 1.1 dans [6], que si ", � sont strictement positifs et � < �=2 on
a,

P
�
�(�n; �Rn ) > "

�
� exp

�
�n
h
�"� E�e(�1��)R2

i�
: (1.10)

Le Lemme 1.3.4 est une cons�equence imm�ediate des �equations (1.9), (1.10),
et de l’in�egalit�e triangulaire pour �: �

Lemme 1.3.5 �Etant donn�es �; �; �1; �1 > 0, tels que �1 < �, � 2]�1; �=2[,
et � > 1, il existe des constantes strictement positives �1; �2 < �1, K1 et K2

telles que pour tout R > � max
�p

1=2�; 2�=�1

�
, et " > 0,

P [�(�; �n) > "] � N (�1"=2; R) exp
�
�n
�
�2

2
"2 �K1R2e��R

2
��

+ exp
�
�n
h
K2�"�K3e(�1��)R2

i�
;

o�u K3 est une constante strictement positive ne d�ependant que de � et �1.

Preuve du Lemme 1.3.5 Nous allons commencer par montrer que �R

satisfait une in�egalit�e de transport T1(�) modi��ee. Soit � un bor�elien de
P(BR). En suivant les arguments de la preuve du Th�eor�eme 1.1 de [6] on
obtient

P[�Rn 2 �] � exp
�
�n inf

�2�
H(�j�R)

�
: (1.11)

Soient �a pr�esent � > 0 et A un sous-ensemble mesurable de P(BR). On
note NA le plus petit nombre de boules de rayon �=2 pour la distance
� n�ecessaire pour recouvrir A. Les boules de ce recouvrement sont not�ees
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Bi, i = 1; : : : ;NA. Chacune de ces boules est convexe, contenue dans le �-
voisinage A� de A pour la distance � (c’est-�a-dire l’ensemble des �el�ements
de H qui sont �a une distance d’au plus � de A). De plus, comme la norme
de l’espace H rend les boules ferm�ees born�ees totalement born�ees, les boules
Bi sont totalement born�ees (pour la distance �). On d�eduit facilement de
l’�equation (1.11) que :

P[�Rn 2 A] � NA exp
�
�n inf

�2A�
H(�j�R)

�
: (1.12)

Posons maintenant

A =
n
� 2 P(BR) : �(�; �R) � �"� 2E�Re��R

2
o
:

D’apr�es l’in�egalit�e �el�ementaire

8a 2]0; 1[;9C > 0 t.q. 8x; y 2 R; (x� y)2 � (1� a)x2 � Cy2; (1.13)

on a pour toute probabilit�e � sur H :

8�1 < �;9K > 0 : H(�j�R) �
�1

2
�2(�R; �)2 �KR2e��R

2
:

On a donc

8� 2 A�; H(�j�R) �
�1

2
�2(�R; �)2 �KR2e��R

2
�
�1

2
m2 �KR2e��R

2
;

o�u
m = max

�
�"� 2E�Re��R

2
� �; 0

�
:

L’�equation (1.12) nous permet alors de conclure que

P
h
�(�R; �Rn ) � �"� 2E�Re��R

2
i
� NA exp

�
�n
�
�1

2
m2 �KR2e��R

2
��

:

(1.14)
D’apr�es (1.13), il existe �1, �1 et K1 strictement positifs ne d�ependant que de
�, �1, et �2 tels que

�1

2
m2 �KR2e��R

2
�
�2

2
"2 �K1R2e��R

2
;
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o�u � = �1". Cela donne, avec (1.14),

P
h
�(�R; �Rn ) � �"� 2E�Re��R

2
i
� NA exp

�
�n
�
�2

2
"2 �K1R2e��R

2
��

(1.15)
Pour majorer NA, on remarque que, comme A est contenu dans P(BR), on
a

NA � N (�=2; R) = N (�1"=2; R):

Le Lemme 1.3.5 s’obtient alors en combinant le Lemme 1.3.4 et (1.15). �

Le Lemme 1.3.6 ci-dessous simpli�e la borne obtenue par les Lemmes 1.3.4
et 1.3.5 ci dessus.

Lemme 1.3.6 Soient �0 < �, � < �=2, et �0 < �. Il existe �1 > 0 tel que
pour tout " > 0 :

P [�(�; �n) > "] � exp
�
�
�0

2
n"2
�

+ exp
�
��0n"2� ;

d�es lors que

R2 � R2 max
�

1; "2; ln
�

1
"2

��
et n � K4

ln (N (�1"=2; R))
"2 ; (1.16)

o�u R2 et K4 sont des constantes ne d�ependant de � qu’au travers de � et �.

Preuve du Lemme 1.3.6 On a d’une part, sous les hypoth�eses et notations
du Lemme 1.3.5, que pour tout �0 < �2;

ln
�
N (�1"=2; R) exp

�
�n
�
�2

2
"2 �K1R2e��R

2
���

�
�n�0"2

2
(1.17)

d�es lors que R, R= ln(1="2) et n"2= ln(N (�1"=2; R)) sont su�samment grands
(il su�t pour obtenir cela de suivre les arguments de la preuve du Th�eor�eme
1.1 dans [6]).
Posons d’autre part �0 < �2 < �1. Nous pouvons choisir � tel que K2� = �2",
et obtenir ainsi

exp
�
�n
h
K2�"�K3e(�1��)R2

i�
= exp

�
�n
h
�2"2 �K3e(�1��)R2

i�
;
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qui peut être major�e par

exp
�
��0n"2� ; (1.18)

pour R et R2= ln(1="2) assez grands. Il su�t alors de combiner les �equations
(1.17) et (1.18) pour obtenir le lemme. �

Pour prouver le Th�eor�eme 1.3.3, il su�t maintenant de remarquer que pour
K < min((�0=2); �0) et n assez grand, on a

exp
�
�
�0

2
n"2
�

+ exp
�
��0n"2� � exp

�
�Kn"2� :

Discussion

L’hypoth�ese H2 se justi�e du point de vue de la mod�elisation, comme le
montrent les deux exemples �etudi�es pr�ec�edemment. La m�ethode que nous
avons utilis�ee, se basant sur la distance de Wasserstein, permet de ne pas faire
intervenir la taille de l’alphabet choisi, contrairement au r�esultat de Linder
[25], dans lequel la constante du Th�eor�eme 1.3.4 se comporte en

p
k ln(k).

Pr�ecisons aussi que, contrairement au r�esultat de Linder, le Th�eor�eme 1.3.3
s’obtient sans imposer que � est �a support born�e (une telle hypoth�ese n’est
pas v�eri��ee par les lois des processus de di�usion classiques, pourtant abon-
damment utilis�es en mod�elisation stochastique).

Le principal inconv�enient de l’estimateur que nous venons d’�etudier r�eside
dans le fait que le calcul des quanti�cateurs empiriques optimaux se r�ev�ele
être d’une trop grande complexit�e (Linder [25]).

L’algorithme de Lloyd sur les donn�ees

Nous avons pr�esent�e dans la Section 2 un algorithme a�n de choisir un bon
quanti�cateur de la mesure �. Nous allons ici utiliser cet algorithme avec la
mesure empirique �n.
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Le principe de l’algorithme reste le même (Tableau 1.2), mais nous utilisons
�n �a la place de � pour l’it�eration de Lloyd. Ce qui donne donc :

1. �Etant donn�e un alphabet Cm, soit fSigki=1 la partition de Vorono�� cor-
respondante.

2. On utilise la condition des centro��des a�n de construire Cm+1 = fy(m)
i gki=1,

l’alphabet optimal pour la partition calcul�ee juste avant, c’est-�a-dire,

y(m)
i 2 arg min

y2H

(
nX

‘=1

kx‘ � yk1x‘2S(m)
i

)

; i = 1; : : : k:

Table 1.2 { Algorithme de Lloyd.

Cependant cet algorithme n’est toujours pas satisfaisant car les m�edianes
empiriques sont tr�es di�ciles �a calculer en pratique. A�n de pallier cet in-
conv�enient, une solution possible consiste �a consid�erer des \medo��des" �a la
place des centro��des (voir Kaufman et Rousseuw [20]). Il s’agit en fait de cen-
tro��des calcul�es parmi les �el�ements de l’�echantillon. Plus pr�ecis�ement, l’�etape
2 de l’it�eration de Lloyd est remplac�ee par

y(m)
i 2 arg min

x1;:::;xn

(
nX

‘=1

kx‘ � xkk1x‘2S(m)
i

)

; i = 1; : : : k:

Dans un cas comme dans l’autre, le quanti�cateur s�electionn�e n’est pas op-
timal vis �a vis de la distorsion.
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Cette id�ee de minimiser sur les donn�ees est reprise et formalis�ee dans la
section qui suit.

1.3.2 Une m�ethodologie di��erente : minimisation sur
les donn�ees

Construction

Dans ce paragraphe, nous allons pr�esenter un nouveau quanti�cateur empi-
rique, qui est �a la fois calculable et optimal vis �a vis de la distorsion. L’id�ee
est de minimiser la distorsion, en imposant que les centres choisis le soient
dans l’�echantillon. Repla�cons nous dans le cadre g�en�eral o�u (H; k:k) est un
espace de Banach r�e
exif et s�eparable. Comme dans la Section 3, la notation
D(�;yk) est utilis�ee en lieu et place de la notation D(�; q). Notons �egalement

D(�n;yk) =
1
n

nX

i=1

min
j=1;:::;k

kXi � yjk:

Nous pouvons alors d�e�nir notre estimateur y�k;n (qui est un k-uplet) par

y�k;n 2 arg min
z2fX1;:::;Xngk

D(�n; z):

En d’autres termes nous cherchons dans l’�echantillon un alphabet qui mini-
mise la distorsion, c’est-�a-dire que nous reprenons l’id�ee des medo��des �evoqu�ee
pour l’algorithme de Lloyd sur les donn�ees. On g�en�eralise ainsi la m�ethode
propos�ee par Cadre [7], qui consid�ere le cas k = 1. Notons k:kk la norme
utilis�ee sur Hk (par exemple, pour tout �el�ement z = fz1; : : : ; zkg 2 Hk,
kzkk = max

i=1;:::;k
kzik), et BHk(z; r) la boule ferm�ee de Hk centr�ee en z et de

rayon r.

Convergence presque sûre

Th�eor�eme 1.3.5 Supposons que pour un alphabet y�k optimal pour �, on a

8" > 0; P [(X1; : : : ; Xk) 2 BHk(y�k; ")] > 0: (1.19)
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Alors,
lim
n!1

D(�;y�k;n) = D�k(�) p.s.

Remarque : La condition du Th�eor�eme 1.3.5 ci-dessus requiert simplement
que la probabilit�e d’avoir k donn�ees dans le voisinage de y�k soit non nulle.
La n�ecessit�e de cette condition est �evidente. En e�et, supposons qu’il existe
" > 0 tel que pour tout alphabet optimal (pour �)) y�k, P[(X1; : : : ; Xk) =2
BHk(y�k; ")] = 1. Alors, par construction, D(�;y�k;n) ne peut converger vers
D�k(�).

Preuve du Th�eor�eme 1.3.5 D’apr�es le Lemme 1.3.2 on a

D(�n;y�k;n)�D(�;y�k;n) � �(�; �n):

On a donc avec le Lemme 1.3.3 et le Th�eor�eme de Varadarajan [11] :

D(�n;y�k;n)�D(�;y�k;n)! 0 p.s. quand n!1: (1.20)

Soient p � n et z 2 fX1; : : : ; Xpgk. Comme D(�n;y�k;n) � D(�n; z) et
D(�n; z)! D(�; z) p.s. d’apr�es la loi des grands nombres, nous avons

lim sup
n

D(�n;y�k;n) � D(�; z) p.s.

D’apr�es (1.20), on obtient pour tout p � 1 :

lim sup
n

D(�;y�k;n) � min
z2fX1;:::;Xpgk

D(�; z): (1.21)

Calculons maintenant la limite, lorsque p ! 1, du terme de droite de
l’�equation (1.21). Posons, pour " > 0 et p � 1,

N(p; ") =
�
9z� 2 arg min

z2fX1;:::;Xpgk
D(�; z) \BHk(y�k; ");

D(�; z�) � D(�;y�k) + 2"
�
:

Comme nous avons pour tous yk;y0k 2 Hk,

jD(�;yk)�D(�;y0k)j � kyk � y0kkk;
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on obtient

N(p; ") � [D(�;y�k) � D(�;y�k) + "] = ;:

Ainsi, d�es lors que p � k,

P
h

min
z2fX1;:::;Xpgk

D(�; z)�D(�;y�k) > 2"
i

� P
h
N (p; ")

i
+ P

h
8 z 2 fX1; : : : ; Xpgk; z 62 BHk(y�k; ")

i

� P
h

(X1; : : : ; Xk) 62 BHk (y�k; ")
ibp=kc

=
h
1� P

�
(X1; : : : ; Xk) 2 BHk(y�k; ")

�ibp=kc
(1.22)

o�u b:c d�esigne la fonction partie enti�ere. En appliquant le Lemme de Borel-
Cantelli, nous pouvons conclure que

lim
p!1

min
z2fX1;:::;Xpgk

D(�; z) = D(�;y�k) p.s.;

ce qui, combin�e avec (1.21), nous donne le Th�eor�eme. �

Convergence dans L1

Th�eor�eme 1.3.6 Sous les hypoth�ese H1 et H2, on a :

lim
n!1

ED(�;y�k;n) = D�k(�)

Preuve du Th�eor�eme 1.3.6 : On peut �ecrire d’une part

D(�;y�k;n)�D�k(�)

= D(�;y�k;n)�D(�n;y�k;n) +D(�n;y�k;n)�D�k(�)

� jD(�;y�k;n)�D(�n;y�k;n)j+ jD(�n;y�k;n)�D�k(�)j

� �(�; �n) + jD(�n;y�k;n)�D�k(�)j:

d’autre part on a

lim
n!1

D(�n;y�k;n) = D�k(�) p.s. et lim
n!1

�(�; �n) = 0:
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De plus,

D(�n;y�k;n) = min
z2fX1;:::;Xngk

1
n

nX

i=1

min
j=1;:::;k

kXi � zjk

�
1
n

nX

i=1

kXi �X1k

�
1
n

nX

i=1

kXik+ kX1k:

Comme 1
n

nP

i=1
kXik est �equi-int�egrable, 1

n

nP

i=1
kXik + kX1k l’est aussi. Le

th�eor�eme de convergence domin�ee de Lebesgue nous permet donc d’�ecrire

lim
n!1

EjD(�;y�k;n)�D�k(�)j = 0;

d’o�u le th�eor�eme. �

Vitesse de convergence

Le but de ce paragraphe est de montrer que D(�;y�n;k) converge vers D�k(�)
�a la même vitesse que D(�; q�n). On rappelle que la fonction M est d�e�nie
par la relation (1.6). Pour tout yk 2 Hk et " > 0, on note :

f(yk; ") = P
�
(X1; : : : ; Xk) 2 BHk(yk; ")

�
:

On introduit par ailleurs les hypoth�eses suivantes :

H3 Il existe une fonction d�ecroissante V : N� ! R�+ et des constantes
strictement positives u; v; C telles que

max
�Z u

0
(1� f(y�k; "))

bn=kc d";
Z +1

v
(1� f(y�k; "))

bn=kc d"
�
� V (n);

H4 Il existe c1 > 0 tel que f(yk; ") � 1� exp(�"2) pour " 2]0; c1] ;

H5 Il existe c2 > 0 tel que f(yk; ") � 1� exp(�"2) pour " 2 [c2;+1[ ;

Th�eor�eme 1.3.7 On suppose que H est un espace de Banach r�e
exif et
s�eparable, et que H1 et H2 sont satisfaites. Soit y�k un alphabet optimal pour
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� v�eri�ant H3. Si M est inversible sur un intervalle ]0; b], Il existe C0 > 0
une constante telle que, pour n assez grand,

E
�
D
�
�;y�k;n

�
�D�k(�)

�
� C0 max(M�1(n); V (n); bn=kc�1=2):

Corollaire 1.3.3 Sous les hypoth�eses du Th�eor�eme 1.3.7, si H4 et H5 sont
satisfaites, alors

E
�
D
�
�;y�k;n

�
�D�k(�)

�
� C0 max(M�1(n); bn=kc�1=2):

Remarques :

� L’hypoth�ese H3 impose que la probabilit�e que des donn�ees soient
pr�esentes dans un voisinage d’un alphabet optimal pour � grandisse suf-
�samment avec n. C’est une hypoth�ese incontournable dans la preuve
du Th�eor�eme 1.3.7.

� Les hypoth�eses H4 et H5 impliquent l’hypoth�ese H3 ;

� L’hypoth�ese H5 est satisfaite si � admet un support born�e ;

� Le Corollaire 1.3.3 montre en fait que D
�
�;y�k;n

�
converge vers D�k(�)

�a la même vitesse que D(�; q�n).

Preuve du Th�eor�eme 1.3.7 On a la d�ecomposition

D(�;y�k;n)�D�k(�) = D(�;y�k;n)�D(�n;y�k;n)

+ D(�n;y�k;n)� min
z2fX1;:::;Xngk

D(�; z)

+ min
z2fX1;:::;Xngk

D(�; z)�D�k(�):

D’apr�es le Lemme 1.3.2,

D(�;y�k;n)�D(�n;y�k;n) � �(�; �n)

et
D(�n;y�k;n)� min

z2fX1;:::;Xngk
D(�; z) � �(�; �n):

Par suite,

D(�;y�k;n)�D�k(�) � 2�(�; �n) + min
z2fX1;:::;Xngk

D(�; z)�D�k(�): (1.23)
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De plus, d’apr�es l’in�egalit�e (1.22), on a pour n � k :

P
�

min
z2fX1;:::;Xngk

D(�; z)�D�k(�) � 2"
�
�
h
1� f(y�k; ")

ibn=kc
:

On en d�eduit :

E min
z2fX1;:::;Xngk

D(�; z)�D�k(�)

=
Z +1

0
P
h

min
z2fX1;:::;Xngk

D(�; z)�D�k(�) � "
i
d"

� 2
Z +1

0

�
1� f(y�k; ")

�bn=kc
d"

� 2

 Z

[0;u][[v;1[

�
1� f(y�k; ")

�bn=kc
d"+

Z v

u

�
1� f(y�k; ")

�bn=kc
d"

!

� 2
�

2V (n) +
Z v

u

h
1� f(y�k; ")

ibn=kc
d"
�

(d’apr�es l’hypoth�ese H3)

� 2
�
2V (n) + (v � u)�bn=kc

�

� C max
�
bn=kc�1=2; V (n)

�
pour n assez grand;

o�u � < 1 et C sont des constantes strictement positives. Il su�t alors d’uti-
liser l’in�egalit�e (1.23), le Th�eor�eme 1.3.3 et le Th�eor�eme 1.3.4 pour conclure
la preuve. �
Preuve du Corollaire 1.3.3 Il su�t de reprendre la preuve du Th�eor�eme
1.3.7 et de remarquer que si H4 et H5 sont v�eri��es, alors

E min
z2fX1;:::;Xngk

D(�; z)�D�k(�)

� 2

 Z

[0;u][[v;1[

�
exp(�"2)

�bn=kc
d"+ (v � u)�bn=kc

!

�
C

p
bn=kc

: �

Algorithmes

A�n de calculer en pratique l’alphabet y�k;n, nous avons construit un al-
gorithme simple, enti�erement bas�e sur les donn�ees, que nous avons appel�e
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algorithme Alter. Son mode de fonctionnement est pr�esent�e dans le Tableau
1.3.

Table 1.3 { Modus operandi de l’algorithme Alter.

Cet algorithme permet d’�eliminer les deux d�efauts de l’algorithme de Lloyd :
Il ne d�epend pas de conditions initiales et il converge vers la distorsion opti-
male. Cependant, le nombre de quanti�cateurs �a tester grandit tr�es vite avec
n. En e�et, pour une taille d’alphabet k, il faut calculer des distorsions pour
n � (n � 1) � : : : � (n � k + 1) quanti�cateurs. Cette complexit�e en o(nk)
rend cet algorithme inutilisable pour de grandes valeurs de n et k.

Dans le but de r�esoudre ce probl�eme de complexit�e, nous avons d�e�ni l’it�eration
Alter-fast de la fa�con suivante :

1. Choisir au hasard n1 < n donn�ees dans le jeu de donn�ees complet (n1

devant être petit) ;

2. Appliquer l’algorithme Alter sur ces n1 data (Les distorsions empiriques
�etant calcul�ees en utilisant le jeu de donn�ees complet) ;

3. Stoquer l’alphabet s�electionn�e.

Nous avons ensuite construit une version acc�el�er�ee de l’algorithme Alter, que
nous nommons algorithme Alter-fast :
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1. Lancer n2 fois l’it�eration Alter-fast (n2 devant être grand) ;

2. S�electionner, parmi les n2 alphabets obtenus, celui qui minimise la dis-
torsion empirique associ�ee (calcul�ee en utilisant le jeu de donn�ee tout
entier).

De la même mani�ere que l’algorithme de Lloyd sur les donn�ees pour l’al-
gorithme de Lloyd, l’algorithme Alter-fast fournit une alternative utilisable
en pratique de l’algorithme Alter. En e�et, sa complexit�e en o(n2 � nk1) est
bien plus raisonnable. Nous verrons dans la Section 1.4.2 que cet algorithme
fonctionne presque aussi bien que l’algorithme Alter sur un jeu de donn�ees
r�eelles.

1.4 Applications

Dans cette derni�ere section nous proposons d’exp�erimenter les di��erentes
m�ethodes sur plusieurs jeux de donn�ees (simul�ees ou r�eelles), a�n de mettre
en �evidence la pertinence de nos choix th�eoriques.

1.4.1 �Etude sur des donn�ees simul�ees

Un exemple simple

Examinons tout d’abord un exemple simple. On se place dans R2, o�u l’on
construit deux groupes de donn�ees bien distincts. Dans la Figure 1.5, le gra-
phique de gauche repr�esente les deux groupes de donn�ees simul�ees (en rouge
et bleu), et celui de droite montre la s�eparation obtenue par l’algorithme de
Lloyd 1 (version medo��des) pour la distance L1. La classi�cation obtenue est
correcte : toutes les donn�ees sont bien r�eparties.

1. Nous avons reprogramm�e cet algorithme, mais il en existe un prêt �a l’emploi dans
R qui s’intitule PAM (Partitioning Around Medoids) dans le package Cluster.
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Figure 1.5 { Un exemple simple de discrimination en deux groupes dans
R2.

Un exemple plus complexe

Absence de donn�ees aberrantes
Consid�erons maintenant un jeu de donn�ees un peu plus complexe. Dans un
premier temps nos simulations sont e�ectu�ees de la fa�con suivante : chacun
des n = 100 individus est un vecteur dans R5000 dont chaque coordonn�ee suit
une loi normale. Pour les 60 premiers individus, chaque coordonn�ee suit une
loi N (a; 1), et pour les 40 derniers, chaque coordonn�ee suit une loi N (b; 1)
(avec a et b deux r�eels). Nous comparons ensuite les groupes d�etermin�es
par nos m�ethodes aux vrais groupes. Le Tableau 1.4 rassemble les taux de
bonne classi�cation des individus pour les di��erents algorithmes (Lloyd ver-
sion medo��des et Alter) pour des distorsions d�e�nies �a partir des distances
L1 et L2. La Figure 1.6, construite sur le même mod�ele que la Figure 1:5,
repr�esente les projet�es des n individus sur les deux premi�eres coordonn�ees.

En terme de taux de bonne classi�cation comme en terme de variance, l’algo-
rithme Alter donne toujours de meilleurs r�esultats que l’algorithme de Lloyd.
Pour une même m�ethodologie, les r�esultats en distance L2 sont sensiblement
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Figure 1.6 { Illustration graphique de la discrimination des donn�ees simul�ees
de dimension 5000.

Vecteurs compar�es Lloyd Alter
N (0:6; 1) et N (1; 1) (L1) 0.856 (var=0.0466) 0.999 (var=10�6)
N (0:7; 1) et N (1; 1) (L1) 0.823 (var=0.0405) 0.975 (var=0.0004)
N (0:8; 1) et N (1; 1) (L1) 0.715 (var=0.0193) 0.804 (var=0.01)
N (0:6; 1) et N (1; 1) (L2) 0.845 (var=0.0452) 0.999 (var=10�6)
N (0:7; 1) et N (1; 1) (L2) 0.830 (var=0.0407) 0.974 (var=0.0003)
N (0:8; 1) et N (1; 1) (L2) 0.719 (var=0.0171) 0.786 (var=0.0097)

Table 1.4 { Taux de bonne classi�cation pour les di��erentes m�ethodes.

les mêmes que ceux en distance L1.

Pr�esence de donn�ees aberrantes
L’int�erêt de la distance L1 r�eside principalement dans sa robustesse aux va-
leurs extrêmes. Pour mettre cette propri�et�e en �evidence, nous allons perturber
l’�echantillon pr�ec�edent en rajoutant un individu (dans R5000) dont chaque co-
ordonn�ee suit une loiN (200; 1). Les r�esultats sont rassembl�es dans le Tableau
1.5.

La distance L1 donne �a pr�esent de meilleurs r�esultats que la distance L2,
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Vecteurs compar�es Lloyd Alter
N (0:6; 1) et N (1; 1) 0.842 (var=0.0474) 0.999 (var=10�6)
et un N (200; 1) (L1)
N (0:7; 1) et N (1; 1) 0.822 (var=0.0395) 0.979 (var=0.0039)
et un N (200; 1) (L1)
N (0:8; 1) et N (1; 1) 0.705 (var=0.0201) 0.807 (var=0.0117)
et un N (200; 1) (L1)
N (0:6; 1) et N (1; 1) 0.827 (var=0.0466) 0.998 (var=10�6)
et un N (200; 1) (L2)
N (0:7; 1) et N (1; 1) 0.812 (var= 0.0463) 0.935 (var=0.0044)
et un N (200; 1) (L2)
N (0:8; 1) et N (1; 1) 0.698 (var=0.0173) 0.752 (var=0.0098)
et un N (200; 1) (L2)

Table 1.5 { In
uence d’une valeur extrême.

notamment lorsque les groupes sont proches. Plus pr�ecis�ement, les perfor-
mances pour la distance L1 restent les mêmes que pour l’�echantillon non
perturb�e, alors que celles pour la distance L2 se d�egradent consid�erablement.

A�n de compl�eter cette �etude, nous avons perturb�e un peu plus l’�echantillon
en ajoutant un individu construit �a partir d’une N (200; 1) suppl�ementaire.
Nous avons rassembl�e les r�esultats dans le Tableau 1.6. �A nouveau les per-
formances pour la distance L2 se d�egradent alors que celles pour la distance
L1 restent stables.
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Vecteurs compar�es Lloyd Alter
N (0:6; 1) et N (1; 1) 0.831(var=0.0472) 0.996 (var=10�6)

et deux N (200; 1) (L1)
N (0:7; 1) et N (1; 1) 0.825(var=0.0393) 0.973 (var=0.0004)

et deux N (200; 1) (L1)
N (0:8; 1) et N (1; 1) 0.714 (var=0.0213) 0.808 (var=0.0135)

et deux N (200; 1) (L1)
N (0:6; 1) et N (1; 1) 0.827 (var=0.0448) 0.998 (var=10�6)

et deux N (200; 1) (L2)
N (0:7; 1) et N (1; 1) 0.812 (var=0.0409) 0.931 (var=0.0003)

et deux N (200; 1) (L2)
N (0:8; 1) et N (1; 1) 0.698 (var=0.0162) 0.746 (var=0.0012)

et deux N (200; 1) (L2)

Table 1.6 { In
uence de valeurs extrêmes.
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Un exemple de donn�ees fonctionnelles : le processus d’Ornstein-
Uhlenbeck

A pr�esent, nous allons utiliser les m�ethodes pr�esent�ees dans ce chapitre pour
discriminer des trajectoires de processus d’Ornstein-Uhlenbeck. Pour une in-
troduction d�etaill�ee sur le sujet, nous renvoyons le lecteur au livre de Iacus
[18], Section 1.13.

Construction d’un processus d’Ornstein-Uhlenbeck
Un processus d’Ornstein-Uhlenbeck, o�u processus de Vasicek, est l’unique
solution de l’�equation di��erentielle stochastique

dXt = (�1 � �2Xt)dt+ �3dWt; X0 = x0;

o�u Wt est le mouvement brownien, �3 2 R+ et �1; �2; x0 2 R. Le cas �1 = 0
a tout d’abord �et�e pr�esent�e par Ornstein et Uhlenbeck en 1930 [31]. Vasi-
cek a ensuite propos�e en 1977 une g�en�eralisation au cas �1 quelconque pour
mod�eliser des taux d’int�erêts.

Pour �2 > 0, on obtient un processus de retour �a la moyenne, ce qui signi�e
que le processus tend �a osciller autour d’une certaine valeur d’�equilibre. Une
autre propri�et�e int�eressante de ce processus et que, contrairement au mouve-
ment Brownien, il admet une variance �nie pour tout t � 0.

Une autre param�etrisation du processus de Ornstein-Uhlenbeck, plus com-
mun�ement utilis�ee en �nance, est

dXt = �(��Xt)dt+ �dWt; X0 = x0; (1.24)

o�u � repr�esente la volatilit�e, � est la valeur d’�equilibre vers laquelle tend le
processus, et � est la vitesse de retour �a la moyenne.

En plus des applications classiques en �nance, les processus d’Ornstein-
Uhlenbeck sont aujourd’hui utilis�es en biostatistique pour approcher des pro-
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cessus de branchement, par exemple pour mod�eliser des 
ux de pollen (Istas
[19]).

Classi�cation de processus d’Ornstein-Uhlenbeck simul�es

0.0 0.2 0.4 0.6 0.8 1.0

-10
-5

0
5

10

Figure 1.7 { Exemple de trajectoires �a classi�er

On consid�ere l’�equation (1.24), avec � = 0 et �; � > 0. Par ailleurs on prend
t 2 [0; 1], et on �xe � = 5; x0 = 10. Nous allons simuler des trajectoires �a
partir de deux processus calcul�es avec des valeurs de � di��erentes (Figure
1.7). Plus pr�ecis�ement, on simule 75 trajectoires d’un processus Xt calcul�e
avec � = �1, et 75 trajectoires d’un processus Yt calcul�e avec � = �2. Les
simulations sont r�ealis�ees en utilisant la m�ethode pr�esent�ee dans la Section
1.13.1 de [18]. Comme dans le paragraphe pr�ec�edent, on compare les r�esultats
obtenus par les algorithmes Lloyd et Alter (Tableau 1.7).

Processus compar�es Lloyd Alter
�1 = 1 et �2 = 6 (L1) 0.608 (var=0.0038) 0.655 (var=0.0006)
�1 = 1 et �2 = 8 (L1) 0.598 (var=0.0035) 0.662 (var=0.0008)
�1 = 1 et �2 = 6 (L2) 0.597 (var=0.0023) 0.655 (var=0.001)
�1 = 1 et �2 = 8 (L2) 0.622 (var=0.0036) 0.655 (var=0.001)

Table 1.7 { Taux de bonne classi�cation de processus d’Ornstein-Uhlenbeck.
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Comme dans le paragraphe pr�ec�edent, on s’aper�coit que les r�esultats sont
meilleurs pour Alter que pour Lloyd. De plus les r�esultats sont �a nouveau
�equivalents pour les distance L1 et L2. Nous allons cette fois encore perturber
les �echantillons en ajoutant une trajectoire d’un processus calcul�e avec � =
20. Les r�esultats sont rassembl�es dans le Tableau 1.8.

Processus compar�es Lloyd Alter
�1 = 1 et �2 = 6 (L1) 0.601 (var=0.0029) 0.649 (var=0.0007)
�1 = 1 et �2 = 8 (L1) 0.586 (var=0.0038) 0.657 (var=0.0011)
�1 = 1 et �2 = 6 (L2) 0.563 (var=0.0028) 0.626 (var=0.0007)
�1 = 1 et �2 = 8 (L2) 0.591 (var=0.0033) 0.619 (var=0.0012)

Table 1.8 { In
uence d’une valeur extrême.

On peut noter que les r�esultats pour la distance L1 sont stables alors que
ceux pour la distance L2 se d�egradent.

1.4.2 �Etudes sur des donn�ees r�eelles

Nous utilisons une partie de la base de donn�ees TIMIT (http ://www-
stat.stanford.edu/ tibs/ElemStatLearn/). Les donn�ees correspondent
�a des enregistrement de phon�emes de dur�ee 32 ms. Nous voulons r�epartir ces
enregistrements en 5 groupes, correspondant aux 5 phon�emes suivantes : \sh"
comme dans \she" (872 donn�ees), \dcl" comme dans \dark" (757 donn�ees),
\iy" comme la voyelle dans \she" (1163 donn�ees), \aa" comme la voyelle dans
\dark" (695 donn�ees) et \ao" comme la premi�ere voyelle dans \water" (1022
donn�ees). Chaque son est enregistr�e �a 16 kHz et nous ne retenons que les 256
premi�eres fr�equences (voir Figure 1.4.2). Nous disposons ainsi de 4509 vec-
teurs de taille 256. Au vu du nombre de donn�ees et de groupes, nous n’avons
pu employer l’algorithme Alter, et nous avons �a la place utilis�e l’algorithme
Alter-fast pr�esent�e dans le Paragraphe 1.4. (cf. Tableau 1.9). On note que les
r�esultats de l’algorithme Alter-fast sont meilleurs que ceux de l’algorithme
de Lloyd.
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Figure 1.8 { Un exemple de chacun des 5 phon�emes.

Algorithme Taux de bonne classi�cation
Lloyd (L1) 0.80 (var=0.0047)

Alter-fast (L1) 0.84 (var=0.00014)

Table 1.9 { Taux de bonne classi�cation des cinq phon�emes.
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Les phon�emes \ao" et \aa" sont particuli�erement di�ciles �a classer. Pour
illustrer ce ph�enom�ene, nous avons s�electionn�e dans la base de donn�ees ces
deux types de courbes en essayant de les s�eparer �a l’aide nos algorithmes.
Nous avons compar�e les performances des algorithmes Lloyd, Alter et Alter-
fast (cf. Tableau 1.10). Comme pr�evu, les r�esultats obtenus ne sont pas satis-
faisants. On remarque cependant que l’algorithme Alter donne des r�esultats
bien plus int�eressants que l’algorithme de Lloyd, et que l’algorithme Alter-
fast o�re un compromis appr�eciable. Notons de plus que nos r�esultats sont
signi�cativement meilleurs que ceux obtenus par Bleakley [5] (Chapitre 2). Il
n’y a pas ici de variance pour l’algorithme Alter. Cela est du au fait que nous
ne disposons ici que d’un seul jeu de donn�ees, et pas d’un grand nombre
d’�echantillon simul�es. Les variances des algorithmes Lloyd et Alter-fast ne
repr�esentent que la variabilit�e due �a leur d�ependance �a leur di��erent pa-
ram�etres (centres initiaux pour Lloyd, sous populations s�electionn�ees pour
Alter-fast).

Algorithme Taux de bonne classi�cation
Lloyd (L1) 0.64 (var=0.0031)
Alter (L1) 0.71

Alter-fast (L1) 0.68 (var=0.00015)
Max. bin. kernel [5] 0.61
Min. bin. kernel [5] 0.63

Pseu.-Markov NN [5] 0.57

Table 1.10 { Taux de bonne classi�cation des phon�emes \aa" et \ao".

En�n, nous avons fait une �etude similaire en supprimant les phon�emes \ao"
de la base de donn�ees (cf. Tableau 1.11). Les r�esultats sont sensiblement
meilleurs qu’avec la base de donn�ees dans son int�egralit�e.
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Algorithme Taux de bonne classi�cation
Lloyd (L1) 0.87 (var=0.0032)

Alter-fast (L1) 0.90 (var=0.0001)

Table 1.11 { Taux de bonne classi�cation sans la phon�eme \ao".
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Chapitre 2

Application �a la typologie des
bancs d’anchois au P�erou

2.1 Introduction

L’�etude des populations de poissons exploit�es implique que soient connues et
mesur�ees leurs relations et interactions avec l’environnement. Ces interactions
sont caract�eris�ees par des indicateurs, construits �a partir des informations qui
peuvent être extraites du milieu. Une des caract�eristiques particuli�eres des
poissons p�elagiques côtiers dont l’anchois du P�erou (Engraulis ringens) est
un exemple remarquable, est de former des bancs importants, regroupant
plusieurs dizaines ou centaines de milliers d’individus (Fr�eon et Misund [4]).
Ces bancs repr�esentent l’instrument d’interaction des poissons avec leur mi-
lieu imm�ediat (Bertrand et al. [2]). On doit donc pouvoir, en observant ces
bancs, obtenir des indicateurs de leurs relations avec leur environnement et
de l’�etat de la population (Reid [10]). Ces indicateurs ont men�e �a la construc-
tion de typologies (Petitgas et Levenez [9]), et ont d�emontr�e leur e�cacit�e.
On a pu par exemple montrer que les proportions des di��erents types de
bancs de chinchards du Paci�que (Trachurus murphyi) changeaient lors des
p�eriodes \El Nino" (Barbieri, C�ordova et Catasti [1]).

Jusqu’�a la �n des ann�ees 90 la seule information spatiale possible provenait
des sondeurs verticaux (Simmonds et MacLennan [11]). La conception de
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sonars multifaisceaux �a hautes fr�equences a ensuite permis de fournir des
images tridimensionnelles d’un banc (Gerlotto, Soria et Fr�eon [7]), �a partir
desquelles il est possible de reconstruire le banc et de mesurer sa morphologie
externe (dimensions, surface, volume, etc.) et sa structure interne (densit�e,
h�et�erog�en�eit�e, etc.) (Gerlotto et Paramo [6]). Ces informations ont permis
d’am�eliorer la compr�ehension du fonctionnement d’un banc et de ses relations
avec son environnement.

Il a �et�e possible en particulier de mesurer l’e�et de l’�evitement des bancs face
�a un navire de recherche (Soria, Fr�eon, Gerlotto et Paramo [12]), de d�ecrire
dans le d�etail l’organisation du banc et d’�emettre l’hypoth�ese d’une struc-
turation auto-organis�ee (Gerlotto et Paramo [6]), de d�ecrire les e�ets de la
pr�edation sur un banc, et d’observer les instruments de communication dont
dispose le poisson pour y faire face (Gerlotto, Bertrand, Bez et Guti�errez [5]).
N�eanmoins, jusqu’�a maintenant, il n’existait pas de m�ethode syst�ematique
pour caract�eriser les bancs et en faire une typologie en trois dimensions. Il
devenait donc int�eressant de v�eri�er s’il �etait possible de mettre au point
un instrument automatique permettant de construire une typologie �a partir
des repr�esentations tridimensionnelles reconstitu�ees �a partir des �echos sonar.
Au vu du nombre important de points de discr�etisations de l’image, il nous
a paru int�eressant de r�epondre �a cette question en appliquant la m�ethode
mise au point dans le chapitre pr�ec�edent. L’�echantillon de bancs utilis�e pour
cette �etude provient d’une campagne exp�erimentale, e�ectu�ee au P�erou en
novembre 2004. Par la suite, il �etait important de v�eri�er si une �eventuelle
distinction de groupes pouvait être reli�ee �a des caract�eristiques biologiques
ou �ecologiques di��erentes.

2.2 Mat�eriel et m�ethode

2.2.1 Le sonar

Nous avons utilis�e un sonar RESON 6012 \Seabat" adapt�e sp�eci�quement
�a l’observation des bancs de poissons (Fernandes, Gerlotto, Soria et Sim-
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monds [3]). Il s’agit d’un sonar multifaisceaux, fr�equence 455 kHz, dur�ee
d’impulsion 0.064 ms, form�e de 60 faisceaux contigus de 1.5° qui permettent
d’observer un champ de 90° �a une port�ee �x�ee �a 100 m dans notre exp�erience.
L’angle d’observation dans la dimension perpendiculaire au plan observ�e est
de 22°. Le sonar a �et�e implant�e sur le navire oc�eanographique Olaya (navire
de l’IMARPE, P�erou), le plan principal d’observation �etant vertical sur 90°,
ce qui permet d’observer depuis la surface de la mer jusqu’�a la verticale du ba-
teau (Figure 2.1). Le navire se d�epla�cant �a la vitesse de 8 noeuds, la troisi�eme
dimension est obtenue �a l’aide de plans successifs en faisant l’hypoth�ese que
les mouvements du banc sont n�egligeables par rapport �a la vitesse du na-
vire (un banc d’anchois se d�eplace en moyenne �a une vitesse de 0.25 m=s, �a
comparer aux 4 m=s du navire). Les plans successifs (taux de r�ep�etitions des
�emissions : 3.5 par seconde) permettent alors de reconstruire la distribution
des poissons dans la dimension parall�ele �a la route du navire.

Figure 2.1 { Description de la m�ethode d’observation avec un sonar multi-
faisceaux Seabat. Les trois �gures �a droite et sous le sch�ema repr�esentent trois
coupes du banc repr�esent�e en trois dimensions dans l’image centrale, dans
les trois plans d’observation (coupes au niveau de la plus grande extension
du banc dans le plan consid�er�e). Fernandes, communication personnelle.
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Les informations principales que nous avons utilis�ees sont fournies par l’ana-
lyse des images tridimensionnelles. Ce sont les suivantes : longueur L (di-
mension horizontale parall�ele �a la route du navire) ; largeur l (dimension ho-
rizontale perpendiculaire �a la pr�ec�edente) ; hauteur h (dimension verticale) ;
surface S ; volume V ; rugosit�e R (R = S=V ) ; volume des vacuoles Vv en
m3 (une vacuole est un ensemble de \voxels" 1 de densit�e nulle) ; surface de
l’enveloppe des vacuoles Sv en m2 ; densit�e moyenne d.

2.2.2 La campagne

Les donn�ees ont �et�e extraites d’une campagne exp�erimentale de l’Instituto del
Mar del Peru (IMARPE) r�ealis�ee en novembre 2004 (Bertrand, Gerlotto, So-
ria et Guti�errez [2]). Le trajet a consist�e en deux s�eries de r�ep�etitions, durant
24 heures, d’un carr�e de deux milles nautiques de cot�e au large de Pucusana
et de Paracas, le long de la côte p�eruvienne (Figure 2.2). Un �echantillon de
96 bancs a �et�e extrait dans la journ�ee du 18 novembre (position moyenne :
12° 36’ S, 76° 54’ W). Nous avons s�electionn�e uniquement des donn�ees de
jour, les bancs se d�esagr�egeant la nuit.

Figure 2.2 { Lieu de la campagne.Bertrand et al.[2]

1. le terme Voxel est la contraction de \volumetric Pixel" et d�esigne donc un pixel en
trois dimensions. Un Voxel est ici de dimension 0:25m� 0:25m� 0:8m
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2.2.3 La m�ethode

Nous disposons donc ici de repr�esentations tridimensionnelles des bancs d’an-
chois. Plus pr�ecis�ement, les donn�ees se pr�esentent sous la forme de matrices
�a quatre colonnes. Les trois premi�eres renseignent les coordonn�ees sur les
trois axes, et la quatri�eme la densit�e de l’�echo sonar associ�e aux di��erentes
coordonn�ees.

Pour discriminer les bancs de poissons, nous avons utilis�e l’algorithme Alter
pr�esent�e dans le chapitre pr�ec�edent (Section 1.3.2, page 68). Pour �eviter un
biais relatif �a la position des bancs par rapport au bateau, nous avons centr�e
tous les bancs sur la même position. Pour pouvoir appliquer notre algorithme
il nous a fallu faire en sorte que toutes les donn�ees aient le même nombre de
lignes. Pour ce faire, nous avons pris comme r�ef�erence le banc le plus grand.
Ensuite, pour tous les autre bancs, nous avons rajout�e des 0 aux coordonn�ees
n’ayant pas de valeur. En faisant ceci, nous avons pu introduire un nouveau
biais en s�eparant arti�ciellement les gros bancs des petits. Pour l’�eviter, nous
avons s�electionn�e une petite portion de chaque banc pour e�ectuer la discri-
mination.

Une fois toutes ces op�erations e�ectu�ees, nous avons cherch�e s’il �etait possible
d’e�ectuer une discrimination pertinente en deux groupes. Les r�esultats sont
donn�es dans la section suivante.

2.3 R�esultats

2.3.1 La discrimination

Deux classes ont pu être extraites �a partir de l’application de la m�ethode
�a la base de donn�ees. Une \classe 1", form�ee de 83 bancs ; et une \classe
2", form�ee de 13 bancs. La premi�ere action consiste �a v�eri�er si certains pa-
ram�etres des bancs sont signi�cativement di��erents dans les deux classes.
Nous avons r�ealis�e des tests de Student et Kolmogorov-Smirnov sur les bancs
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pour les 9 variables pr�esent�ees �a la �n de la Section 2.2.1 (Tableaux 2.1
et 2.2). Ils montrent que les caract�eristiques des variables sont di��erentes
dans les deux groupes. On peut noter toutefois que la rugosit�e et la densit�e
moyenne sont les variables les moins di��erentes (bien qu’elles le soient signi-
�cativement).

Variable p-value Moyenne classe 1 Moyenne classe 2
Longueur p < 0:001 29.095 75.77
Largeur p < 0:001 17.321 49.93
Hauteur p < 0:001 11.917 27.12
Volume p < 0:001 1054.482 12110.28
Surface p < 0:001 3775.738 33293.49
rugosit�e p < 0:025 3.975 2.95

Surface vacuoles p < 0:001 6.649 2 .73
Volume vacuoles p < 0:001 2.985 0.91

densit�e p < 0:025 69.014 85.78

Table 2.1 { Test de Kolmogorov-Smirnov (non param�etrique) de compa-
raison de deux s�eries. N(classe 1) = 83 ; N(classe 2) = 13. La surface et le
volume des vacuoles sont ramen�es respectivement �a une surface et un volume
de 1 m2 et 1m3 du banc.

Variable Moy. classe 1 Moy. classe 2 t-value df p
Longueur 29.095 75.77 p < 0:001 94 0.000000
Largeur 17.321 49.93 p < 0:001 94 0.000000
Hauteur 11.917 27.12 p < 0:001 94 0.000000
Volume 1054.482 12110.28 p < 0:001 94 0.000000
Surface 3775.738 33293.49 p < 0:001 94 0.000000
rugosit�e 3.975 2.95 p < 0:025 94 0.004721

Surface vacuoles 6.649 2 .73 p < 0:001 94 0.000050
Volume vacuoles 2.985 0.91 p < 0:001 94 0.000012

densit�e 69.014 85.78 p < 0:025 94 0.073960

Table 2.2 { Valeurs du test de Student pour les principaux param�etres.
Mêmes remarques que pour le tableau 1.
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2.3.2 Caract�eristiques des types

Nous avons vu dans le paragraphe pr�ec�edent qu’il existait bien deux types
de bancs. Il est int�eressant de les d�ecrire plus en d�etails.

� La classe 2 se caract�erise par des dimensions sup�erieures �a celles de
la classe 1. Rappelons que la classi�cation ayant �et�e r�ealis�ee sur une
portion �egale dans chaque banc, ces dimensions ne sont pas intervenues
dans la discrimination des deux classes. Par ailleurs la classe 2 regroupe
des bancs plus denses que ceux de la classe 1.

� A l’inverse les caract�eristiques structurales (volume et surface des va-
cuoles, rugosit�e) sont plus importantes dans la classe 1 que dans la
classe 2.

Dans tous les cas, �a l’exception du volume, les dimensions des variables se
chevauchent entre les deux classes (Tableau 2.3).

Var. Moy.cl.1 Moy.cl.2 Min.cl.1 Min.cl.2 Max.cl.1 Max.cl.2
Long. 29.095 75.77 10.0600 45.67 72.78 128.3
Larg. 17.321 49.93 5.4700 25.79 45.83 101.9
Haut. 11.917 27.12 3.9300 15.20 36.19 42.4
Vol. 1054.482 12110.28 29.4780 5060.13 3751.67 25433.8
Surf. 3775.738 33293.49 219.3430 12940.65 19065.22 101493.7
Rug. 3.975 2.95 1.4450 1.21 7.45 4.9
S.vac. 6.649 2.73 0.0000 0.77 15.44 4.4
V.vac. 2.983 0.91 0.0000 0.36 7.32 1.9
Dens. 69.014 85.78 25.0821 57.45 170.59 171.4

Table 2.3 { Comparaison des dimensions maximales et minimales des classes
de bancs pour toutes les variables �etudi�ees. On voit que seul le volume est
une variable qui ne se chevauche pas entre les deux classes.

2.3.3 Relations avec l’environnement

Les groupes �etant identi��es et valid�es, il faut maintenant tester si des rela-
tions avec l’environnement peuvent être mises en �evidence.
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La premi�ere observation que l’on peut faire est que l’on retrouve les deux
groupes m�elang�es tout au long de l’exp�erience. Nous pr�esentons sur la Fi-
gure 2.3 la distribution des bancs par classe au long de l’exp�erience. On
peut voir qu’il n’y a aucune indication de relation entre la classe et l’heure
(et donc entre la classe et la position du navire), les bancs de la classe 2 (la
moins nombreuse) se trouvant toujours pr�esents avec des bancs de la classe 1.

Figure 2.3 { Distribution des bancs des classes 1 (en bas) et 2 (en haut) en
fonction de l’heure, et donc de la position du navire.

Il existe par ailleurs une caract�eristique environnementale de dimension tr�es
r�eduite mais dont l’e�et potentiel n’est pas n�egligeable : les ondes internes
(Figure 2.4). Elles forment des fronts visibles en surface, ce qui nous a permis
de savoir pendant l’enregistrement des donn�ees si un banc se trouvait dans
une onde interne ou non.
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Figure 2.4 { Exemple d’�echogramme enregistr�e pendant la campagne de
novembre 2004 avec un sondeur vertical (SIMRAD, EK60, 120 kHz). L’�echelle
du sondeur est de 100 m�etres et les côt�es du carr�e prospect�e font 2 milles
nautique de longueur. Le front visible en surface (�a droite) est produit par
une onde interne (cercle rouge, �a gauche). Bertrand et al. [2]

Parmi les bancs �etudi�es dans ce travail, 13 ont �et�e observ�es dans une zone
avec front, c’est-�a-dire dans une onde interne (voir Tableau 2.4). Tout en

Avec front Sans front Total
E�ectif classe 2 1 12 13
E�ectif classe 1 12 73 85

Table 2.4 { Tableau de contingence des bancs des classes 1 et 2 dans les
zones avec et sans fronts.

sachant que la faible proportion de bancs concern�es par des ondes internes
rend les tests peu puissants, nous avons e�ectu�e un test exact de Fisher pour
d�eterminer si les distributions des classes 1 et 2 �etaient signi�cativement
di��erentes en fonction des ondes internes. Les r�esultats obtenus montrent
que, sous l’hypoth�ese d’ind�ependance des facteurs \front" et \classe", la
r�epartition observ�ee (Tableau 2.4) est la plus probable (conditionnellement

93



Application �a la typologie des bancs d’anchois au P�erou

aux marges observ�ees), avec une probabilit�e de 0,31. Il apparâ�t donc que
l’on ne peut relier de fa�con signi�cative les facteurs classe et onde interne.

2.4 Discussion

Nous avons vu que les deux classes pr�esentent des caract�eristiques tr�es
di��erentes, tant en morphologie qu’en structure, et que ces di��erences ne
pouvaient être corr�el�ees aux caract�eristiques environnementales disponibles.

Dans ces conditions une autre explication possible r�eside dans des di��erences
dues �a des caract�eristiques comportementales individuelles. Ce point a �et�e
�etudi�e dans une autre exp�erience r�ealis�ee durant la même campagne et au
même endroit, en d�eployant le sonar dans le plan horizontal et en maintenant
le navire en d�erive, a�n d’observer la dynamique des bancs. Cette exp�erience
a �et�e con�cue pour observer les r�eactions des bancs �a l’attaque par des lions de
mer (Gerlotto, Bertrand, Bez et Guti�errez [5]). Notons que les bancs observ�es
en deux dimensions (coupe horizontale) et en dynamique (navire en d�erive)
montrent des �evolutions rapides de leurs structures quand ils sont attaqu�es
par des lions de mer (Gerlotto, Bertrand, Bez et Guti�errez [5]). Ces change-
ments aboutissent en g�en�eral �a la construction de bancs plus grands et plus
homog�enes (Figure 2.5). La diminution des espaces vides (vacuoles) �etant
l’expression d’une plus grande homog�en�eit�e, nous pouvons faire l’hypoth�ese
que la classe 2 nous montre les bancs ayant �et�e soumis �a une pr�edation. Il
faudra toutefois r�ealiser un test dans le milieu pour le con�rmer.

Le �ltre mis au point permet donc a priori de d�e�nir la part des bancs sous
pr�edation dans une zone donn�ee sans avoir �a observer les pr�edateurs. Le fait
que les deux groupes ne soient pas enti�erement distincts dans leurs di��erentes
dimensions (sauf le volume) montre tout l’int�erêt de la discrimination : elle
rep�ererait les bancs attaqu�es quelle que soit leur taille. Nous aurions alors
l�a un instrument pouvant nous permettre une classi�cation automatique des
bancs soumis �a pr�edation, ind�ependamment de leur taille. Un tel indicateur
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pr�esente un grand int�erêt, car il devrait permettre de proposer des pistes pour
les calculs de mortalit�e par pr�edation (qui repr�esente une partie importante
de la mortalit�e naturelle) sur laquelle nous ne disposons �a l’heure actuelle
de pratiquement aucune information directe (Laurec et Le Guen [8]). L’esti-
mation de cet aspect de la mortalit�e naturelle est importante. En e�et, les
mod�eles de dynamique des populations s’appuient sur cette valeur de mor-
talit�e naturelle dont l’observation est g�en�eralement fond�ee sur des donn�ees
th�eoriques, voire intuitives.

Figure 2.5 { Di��erences de structures avant, pendant et apr�es une attaque
par lions de mer. Les images repr�esentent des s�eries de s�equences avant, pen-
dant et apr�es la pr�edation (images horizontales prises durant une d�erive du
navire oc�eanographique Olaya) ; les cadres (�a droite) rassemblent les vario-
grammes standardis�es pour les images prises durant les trois phases. Gerlotto,
Bertrand, Bez et Guti�errez [5]
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Chapitre 1

Estimation non param�etrique
des ensembles de niveau pour
la r�egression

1.1 Introduction

Dans ce chapitre, nous consid�erons le probl�eme de l’estimation des ensembles
de niveau de la fonction de r�egression. Plus pr�ecis�ement, �etant donn�e un
couple al�eatoire (X; Y ) �a valeurs dans ��J , � � Rd et J � R �etant suppos�es
born�es, nous allons chercher �a estimer les ensembles de niveau de la fonction
de r�egression r de Y sur X, d�e�nie pour tout x 2 � par

r(x) = E [Y jX = x]:

Pour t > 0, un ensemble de niveau pour r est d�e�ni par

L(t) = fx 2 � : r(x) > tg:

On suppose disposer d’un �echantillon i.i.d
�

(X1; Y1); : : : ; (Xn; Yn)
�

de même
loi que (X; Y ). On consid�ere alors un estimateur de type plug-in de L(t).
Plus pr�ecis�ement, �a partir d’un estimateur consistant r̂n de r, on estime L(t)
par

Ln(t) = fx 2 � : r̂n(x) > tg:
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On utilise ainsi la m�ethode pr�esent�ee par Cadre [3] dans le cas de la fonction
de densit�e.

L’essentiel des travaux de recherche sur le th�eme de l’estimation d’ensembles
de niveau concerne la fonction de densit�e. On peut citer par exemple les tra-
vaux de Cadre [3], Cuevas et Fraiman [7], Hartigan [10], Polonik [14], Tsy-
bakov [17], Walther [18]. Ce foisonnement de travaux sur le sujet est motiv�ee
par le grand nombre d’applications possibles. L’estimation de ces ensembles
de niveau est notamment utile en estimation du mode (M�uller et Stawitzki
[12], Polonik [14]), ou encore en clustering (Biau, Cadre et Pelletier [1], Cue-
vas, Febrero et Fraiman [6, 5]). En particulier, Biau, Cadre et Pelletier [1]
utilisent un estimateur des ensembles de niveau de la fonction de densit�e
pour apporter des �el�ements de r�eponse au probl�eme de la d�etermination du
nombre de clusters.

Les mêmes applications sont envisageables dans le cas de la fonction de
r�egression. Par ailleurs, il est par exemple possible d’utiliser un estimateur
des ensembles de niveau de la fonction de r�egression pour d�eterminer le trajet
de l’�ecoulement de l’eau �a partir de repr�esentations num�eriques de la topogra-
phie d’une zone g�eographique. De la même mani�ere, en imagerie m�edicale, il
peut être utile d’estimer les zones o�u certaines fonctions de l’image d�epassent
un seuil �x�e, par exemple pour d�eterminer automatiquement le lieu ou la na-
ture d’une tumeur. On remarque que, dans ces deux exemples, l’utilisation de
domaines compacts � et J se justi�e pleinement. C’est en fait le cas dans la
plupart des situations pratiques, et plus particuli�erement en analyse d’images.

En d�epit des nombreuses applications possibles, l’estimation des ensembles
de niveau de la fonction de r�egression reste relativement peu �etudi�ee dans
la litt�erature. M�uller [11] en parle bri�evement dans son survey. On peut
�egalement citer les travaux plus r�ecents de Cavalier [4], Scott et Davenport
[16], et Willett et Nowak [13]. L’estimateur propos�e par Cavalier est fond�e
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sur la maximisation de la masse en exc�es, et adapte celui propos�e par Tsy-
bakov [17] dans le cas de la fonction de densit�e. Sous certaines hypoth�eses,
notamment sur la r�egularit�e de la fonction de r�egression et sur la forme de
ses ensembles de niveau, il obtient une vitesse minimax. Scott et Davenport
adoptent quant-�a eux une approche de type cost sensitive. Pour r�esumer, ces
auteurs mesurent la qualit�e de l’approximation par l’esp�erance du coût de
mauvaise classi�cation. La m�ethode se r�ev�ele e�cace mais sou�re cependant
d’une trop grande d�ependance au choix de la fonction de coût.

Les di��erents r�esultats de convergence seront donn�es au sens de la di��erence
sym�etrique (Figure 1.1), d�e�nie par

Ln�L = (Ln \ LC) [ (LCn \ L);

o�u, comme �a chaque fois qu’il n’y aura pas de confusion possible, Ln = Ln(t)
et L = L(t).

Figure 1.1 { Illustration de la di��erence sym�etrique (zone noire) entre deux
ensembles A (en rouge) et B (en bleu).
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Notre approche consiste �a �etablir des r�esultats sous des hypoth�eses sur r
et r̂n aussi raisonnables que possible. En utilisant les r�esultats de Cuevas,
Gonz�alez-Manteiga et Rodr��guez-Casal [8], nous commen�cons par pr�esenter
un r�esultat de convergence valable pour tout estimateur consistant r̂n de r.
Ensuite, nous particularisons notre approche en consid�erant le cas de l’es-
timateur �a noyau de la r�egression. Pour cet estimateur, nous obtenons une
vitesse de convergence du même ordre que celle obtenu par Cadre [3] dans le
cas de la densit�e.

Le chapitre est organis�e de la fa�con suivante. Nous commen�cons par pr�esenter
les principaux r�esultats dans la Section 1.2. La Section 1.3 est ensuite d�edi�ee
�a la confrontation de notre estimateur �a des donn�ees simul�ees. En�n, les
preuves sont rassembl�ees dans la Section 1.4.

1.2 R�esultats principaux

1.2.1 Convergence de l’estimateur

Dans toute la suite, k:k repr�esente la norme euclidienne sur un espace de
dimension �nie. Par ailleurs, pour toute fonction int�egrable g : � ! R, on
note kgkp la norme d�e�nie par

kgkp =
�Z

�
jg(x)jpdx

�1=p

:

Estimateur quelconque r̂n de r

Dans ce paragraphe, nous supposons disposer d’un estimateur consistant (en
un sens qui sera d�e�ni plus bas) r̂n de r. On introduit l’hypoth�ese, not�ee H,

H �(fr = tg) = 0:

Cette hypoth�ese signi�e simplement que la mesure de Lebesgue ne charge
pas l’ensemble o�u r vaut t.
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Le Th�eor�eme 3 dans l’article de Cuevas, Gonz�alez-Manteiga et Rodr��guez-
Casal [8] �etablit la convergence presque sûre de �(Ln�L) pour tout estima-
teur consistant r̂n de r. Le Th�eor�eme 1.2.1 ci-dessous compl�ete ce r�esultat en
traitant le cas de la convergence de E�(Ln�L).

Th�eor�eme 1.2.1 Supposons que H est v�eri��ee. Si

E kr̂n � rkp !
n!1

0 ou sup
�
jr̂n � rj !

n!1
0 p.s. ;

alors
E�
�
Ln(t)�L(t)

�
!
n!1

0:

Ainsi, pourvu que l’estimateur r̂n de r soit consistant au sens de la norme
Lp ou de la norme sup, l’estimateur plug-in des ensembles de niveau de la
fonction de r�egression est consistant au sens de la di��erence sym�etrique. Par
exemple, l’estimateur BSE (Bosq et Lecoutre [2], Chapitre 7), celui des plus
proches voisins ([2] Chapitre 8) ainsi que le r�egressogramme ([2], Chapitre
6) satisfont cette propri�et�e. Dans le paragraphe suivant, nous �etudions en
particulier le cas de l’estimateur �a noyau.

Estimateur �a noyau rn de r

Nous examinons �a pr�esent le cas de l’estimateur �a noyau de la fonction de
r�egression. On suppose qu’il est possible de r�e�ecrire r sous la forme

r(x) =
’(x)
f(x)

;

o�u f est la fonction de densit�e de X, et ’ est d�e�nie par ’(x) = r(x)f(x).

Soit K un noyau sur Rd, c’est-�a-dire une densit�e de probabilit�e sur Rd. On
noteKh(x) = K(x=h). A partir d’un �echantillon i.i.d.

�
(X1; Y1); : : : ; (Xn; Yn)

�
,

on d�e�nit, pour tout x 2 �,

’n(x) =
1
nhd

nX

i=1

YiKh(x�Xi) et fn(x) =
1
nhd

nX

i=1

Kh(x�Xi):
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Pour tout x 2 �, l’estimateur �a noyau de r est alors d�e�ni par

rn(x) =
�

’n(x)=fn(x) si fn(x) 6= 0
0 sinon.

Pour une �etude d�etaill�ee de l’estimateur �a noyau de la fonction de r�egression
et de ses propri�et�es, nous renvoyons au livre de Prakasa Rao [15].

Les propri�et�es de convergence de l’estimateur �a noyau de la r�egression (Bosq
et Lecoutre [2]) nous permettent de d�eduire du Th�eor�eme 1.2.1 ci-dessus le
r�esultat suivant :

Corollaire 1.2.1 Supposons que H est v�eri��ee. Si K est born�e, int�egrable,
�a support compact et Lipschitzien, et si h! 0 et nhd= log n!1, alors

E�
�
Ln(t)�L(t)

�
!
n!1

0:

Avec ce r�esultat, nous particularisons celui de Cuevas, Gonz�alez-Manteiga
et Rodr��guez-Casal [8] au cas de l’estimateur �a noyau. Cela nous permet
d’�etablir des conditions concr�etes sur la fenêtre pour d�e�nir notre estimateur.
Dans le paragraphe suivant, nous nous attachons �a �etablir une vitesse de
convergence pour notre estimateur.

1.2.2 Vitesse de convergence

Dans ce paragraphe, nous ne consid�erons plus que le cas o�u rn est l’esti-
mateur �a noyau de la fonction de r�egression. Dans la suite, � � (0; sup� r)
repr�esente un intervalle ouvert. Nous aurons besoin des hypoth�eses suivantes :

H1 Les fonctions r et f sont deux fois continûment di��erentiables, et
inf
�
f > 0 ;

H2 Pour tout t 2 �,

inf
r�1(ftg)

kOrk > 0;
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o�u, ici et dans toute la suite, O (x) repr�esente l’op�erateur gradient au
point x 2 Rd de la fonction di��erentiable  : Rd ! R.

Notons que les hypoth�eses H1 et H2 impliquent (Proposition A:2 dans [3])

8t 2 � : �(r�1[t� "; t+ "])! 0 quand "! 0:

Cette propri�et�e, utilis�ee par Polonik [14], est presque identique �a l’hypoth�ese
H du Paragraphe 1.2.1. Introduisons �a pr�esent les hypoth�eses sur le noyau K.

H3 K est un noyau tel que limkxk!1 kxksK(x) = 0, continûment
di��erentiable et �a support compact. De plus, il existe une fonction
d�ecroissante � : R+ ! R telle que K(x) = �(kxk) pour tout x 2 Rd.

L’hypoth�ese H3 est par exemple satisfaite par le noyau gaussien ou encore
celui d’Epanechnikov.

Dans toute la suite, on notera @A la fronti�ere de tout ensemble A � �. Par
ailleurs, on introduit H la mesure de Hausdor� de dimension d�1. Pour une
pr�esentation d�etaill�ee de la mesure de Hausdor� et de ses propri�et�es, nous
renvoyons le lecteur au livre de Evans et Gariepy [9]. Nous nous contenterons
ici de souligner le fait que cette mesure nous permet d’utiliser la formule
de la coaire (Proposition A.1 dans [3]), cruciale dans la d�emonstration du
Th�eor�eme 1.2.2. On note en�n eK =

R
K2d�.

Nous sommes d�esormais en mesure d’�etablir une vitesse de convergence pour
E�(Ln(t)�L(t)).

Th�eor�eme 1.2.2 Sous les hypoth�eses H1 � H3, si nhd=(log n)7 !1 et
nhd+4 log n ! 0, alors il existe deux constantes strictement positives C1 et
C2 telles que, pour presque tout t 2 �,

lim
n!1

�p
nhdE �(Ln(t)�L(t))

�
� C1

r
2t
�
eK
Z

@L(t)

dH
kOrk

;
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et

lim
n!1

�p
nhdE �(Ln(t)�L(t))

�
� C2

r
2t
�
eK
Z

@L(t)

dH
kOrk

:

Notons que l’estimateur que nous proposons est facile �a calculer et requiert
des hypoth�eses raisonnables. Cavalier [4] obtient une meilleure vitesse, mais
avec un estimateur plus di�cile �a calculer et des hypoth�eses plus restrictives.
Il impose notamment aux ensembles de niveau d’être de forme �etoil�ee, ce qui
n’est pas notre cas. Cependant le choix de la fenêtre de notre estimateur est
un probl�eme d�elicat. Nous avons pris le parti de choisir en pratique la fenêtre
optimale pour l’estimation de la fonction de r�egression, bien que rien n’assure
en th�eorie qu’elle soit optimale pour l’estimation des ensembles de niveau.

1.3 Applications

Dans cette section, nous allons confronter notre estimateur �a des donn�ees
simul�ees. Nous reprenons avec ces simulations l’id�ee de l’analyse d’images.
On consid�ere la fonction r : [�6:5; 4:5]� [�6:5; 4:5]! [�2; 2] d�e�nie par

r : (u; v) 7! sin(u) + sin(v):

Figure 1.2 { Repr�esentation de r(u; v) = sin(u) + sin(v) sur [�6:5; 4:5] �
[�6:5; 4:5].

108



1.3 Applications

Nous faisons le choix de cette fonction particuli�ere pour v�eri�er si notre es-
timateur d�etecte correctement les di��erentes composantes connexes des en-
sembles de niveau. On voit en e�et sur la Figure 1.2 que nous aurons, pour des
valeurs de t ad�equates, quatre composantes connexes pour L(t) = f(u; v) :
r(u; v) > tg. Nous nous int�eressons �a cet aspect particulier car, comme nous
l’avons �evoqu�e dans l’introduction, une possible application de l’estimation
des ensembles de niveau est l’utilisation des composantes connexes pour faire
de la classi�cation.

Soit X une variable al�eatoire suivant une loi binormale dans R2 (tronqu�ee sur
[�6:5; 4:5]�[�6:5; 4:5]) centr�ee en (�1;�1) et de matrice de covariance 6�Id.
On pose Yi = r(Xi)+"i, o�u les "i sont ind�ependants et suivent une loi normale
centr�ee et d’�ecart-type 0:1. Pour di��erentes valeurs de n et t, nous voulons es-
timer L(t) �a partir d’un �echantillon i.i.d. de taille n

�
(X1; Y1); : : : ; (Xn; Yn)

�

distribu�e selon la loi du couple (X; Y ). On consid�ere les niveaux t = 0:5,
t = 1 et t = 1:5. Cela nous permet notamment d’�etudier le comportement de
notre estimateur face �a des composantes connexes plus ou moins �eloign�ees les
unes des autres. De plus, nous consid�erons di��erentes tailles d’�echantillon :
n = 500, n = 2500 et n = 7500. Dans tous les cas, nous calculons notre
estimateur �a partir des n donn�ees de l’�echantillon, puis nous l’�evaluons sur
une grille r�eguli�ere de 3364 points sur [�6:5; 4:5] � [�6:5; 4:5]. Les r�esultats
sont repr�esent�es dans les Figures 1.3 �a 1.11. Chaque �gure repr�esente les
ensembles de niveau vrais et estim�es, ainsi que la superposition des deux
ensembles, pour les di��erentes valeurs de n et t. Les tailles de fenêtre sont
d�etermin�ees automatiquement par la fonction npregbw de R.

Dans l’ensemble des cas �etudi�es, on voit que l’ensemble de niveau estim�e est
proche du vrai ensemble de niveau, et que les quatres composantes connexes
sont bien identi��ees. On note par ailleurs sans surprise que la qualit�e de
l’estimation augmente avec la taille de l’�echantillon. Cependant, il apparâ�t
que pour cette fonction f , un nombre relativement r�eduit d’observations (n =
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2500) est su�sant pour obtenir une estimation satisfaisante. Pour un nombre
encore plus r�eduit (n = 500), on remarque tout de même des �ecarts assez
importants. En�n, on note que la qualit�e de l’estimation est la même pour
chaque valeur de t, ce qui est conforme �a la th�eorie.

-6 -4 -2 0 2 4

-6
-4

-2
0

2
4

Véritable ensemble de niveau

-6 -4 -2 0 2 4

-6
-4

-2
0

2
4

Ensemble de niveau estimé

-6 -4 -2 0 2 4

-6
-4

-2
0

2
4

Superposition des ensembles

Figure 1.3 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 500 et t = 0:5.
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Figure 1.4 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 500 et t = 1.
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Figure 1.5 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 500 et t = 1:5.
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Figure 1.6 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 2500 et t = 0:5.
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Figure 1.7 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 2500 et t = 1.
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Figure 1.8 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 2500 et t = 1:5.
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Figure 1.9 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 7500 et t = 0:5.
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Figure 1.10 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 7500 et t = 1.
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Figure 1.11 { Repr�esentation graphique des ensembles de niveau vrais (bleu)
et estim�es (rouge) pour n = 7500 et t = 1:5.
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1.4 Preuves

Cette section est d�edi�ee �a la preuve du Th�eor�eme 1.2.1 ainsi qu’�a celle du
Th�eor�eme 1.2.2. Dans toute la suite, c; C1; et C2 d�esigneront des constantes
positives dont les valeurs pourront varier d’une ligne �a l’autre.

1.4.1 Preuve du Th�eor�eme 1.2.1

Soit " > 0. Pour tout n 2 N, il est clair que les ensembles (al�eatoires)
En;" = fx 2 � : jr̂n(x)� r(x)j � "g et Ln(t)�L(t) sont mesurables et que

�(Ln(t)�L(t)) = � ((Ln(t)�L(t)) \ En;") + �
�
(Ln(t)�L(t)) \ Ec

n;"
�
:

Comme (Ln(t)�L(t)) \ En;" � ft� " � r � t+ "g; on a

�(Ln(t)�L(t)) � �(ft� " � r � t+ "g) + �(Ec
n;");

et donc

E�(Ln(t)�L(t)) � �(ft� " � r � t+ "g) + E�(Ec
n;"): (1.1)

De plus, si sup� jr̂n � rj ! 0 p.s., alors �(Ec
n;") !n!1 0 et, comme � est

born�e, E�(Ec
n;") !n!1 0 par le th�eor�eme de convergence domin�ee de Lebesgue.

Si kr̂n � rkp ! 0, alors

E�(Ec
n;") = E�(fx 2 � : jr̂n(x)� r(x)j > "g)

= E
Z

�
1jr̂n(x)�r(x)j>"dx

�
1
"p

E
Z

�
jr̂n(x)� r(x)jpdx !

n!1
0:

On d�eduit donc de (1.1) que, pour " > 0,

lim
n!1

E�(Ln(t)�L(t)) � �(ft� " � r � t+ "g):

Par ailleurs, puisque on a suppos�e �(fr = tg) = 0, on a

lim
"&0

�(ft� " � r � t+ "g) = 0

grâce au th�eor�eme de convergence monotone, ce qui conclut la preuve. �
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1.4.2 Preuve du Th�eor�eme 1.2.2
R�esultats pr�eliminaires

On pose

n;c =

np
nhd sup

�
jrn � rj � c

p
log n

o
:

Lemme 1.4.1 Sous les hypoth�eses H1 et H3, si nhd+4= log n ! 0, alors il
existe � > 0 tel que p

nhdP(
n;�)! 0:

Preuve du Lemme 1.4.1
Notons tout d’abord que comme r est continue, sup� jrj < c. Si on suppose
que inf� f > 0, alors, puisque sup� jfn � f j ! 0 p.s. sous le hypoth�eses du
Lemme 1.4.1 (Bosq et Lecoutre [2]), il existe � > 0 tel que inf� fn > � p.s.
pour n assez grand. On peut donc �ecrire

sup
�
jrn � rj = sup

�

����
’n � ’
fn

+ r
fn � f
fn

����

� c
�

sup
�
j’n � ’j+ sup

�
jfn � f j

�
:

D�es lors, il su�t de montrer qu’il existe c > 0 tel que

p
nhdP

 

sup
�
j’n � ’j � c

r
log n
nhd

!

! 0;

pour obtenir le lemme (la d�emonstration �etant identique pour sup� jfn�f j).
Comme

sup
�
j’n � ’j � sup

�
j’n � E’nj+ sup

�
jE’n � ’j;

il su�t de montrer que

p
nhdP

 

sup
�
j’n � E’nj �

c
2

r
log n
nhd

!

! 0; (1.2)

et
p
nhdP

 

sup
�
jE’n � ’j �

c
2

r
log n
nhd

!

! 0: (1.3)
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La preuve de (1.3) est un exercice classique d�es lors que le noyau K utilis�e
est pair et que nhd+4= log n ! 0, ce qui est le cas sous les hypoth�eses du
Lemme 1.4.1. On va donc s’attacher �a montrer (1.2).

On commence par recouvrir � par ‘n boules Bk = B(xk; �n) (k = 1; : : : ; ‘n)
de rayon �n.

Pour x 2 � �x�e, on consid�ere Bk la boule contenant x. On pose alors, pour
x; x0 2 �,

An(x; x0) =
1
n

nX

i=1

Yi [Kh(x�Xi)�Kh(x0 �Xi)]

�E
1
n

nX

i=1

Yi [Kh(x�Xi)�Kh(x0 �Xi)] ;

et on obtient

sup
�
j’n � E’nj � sup

1�k�‘n
j’n(xk)� E’n(xk)j+ sup

x2�
jAn(x; xk)j: (1.4)

R�eglons tout d’abord le cas du second terme du membre de droite de (1.4).
Comme K est suppos�e Lipschitzien, il existe 
 > 0 tel que

jAn(x; xk)j � ch�d�
�
n

 
1
n

nX

i=1

jYij+ EjY j

!

� ch�d�
�
n car Y est born�ee:

Par cons�equent

P

 

sup
x2�
jAn(x; xk)j >

c
4

r
log n
nhd

!

� P

 

ch�d�
�
n >
c
4

r
log n
nhd

!

:

On peut toujours choisir

�n = n�a; a > 0 et �
n = o

 

hd+


r
log n
nhd

!

;

117



Estimation non param�etrique des ensembles de niveau pour la
r�egression

de sorte que P
�

supx2� jAn(x; xk)j > log n=
p
nhd
�

= 0, ce qui r�egle le cas du
deuxi�eme terme du membre de droite de (1.4).

Pour �nir, il faut traiter le premier terme : j’n(xk)� E’n(xk)j. En utilisant
les arguments de la preuve du Th�eor�eme 5.II.3 dans [2], on obtient

8" > 0; P
�

sup
1�k�n

j’n(xk)� E’n(xk)j > "
�
< 2‘ne�

nhd"2
c :

Si on pose " = "0
p

log n=nhd, on obtient alors

P

 

sup
1�k�n

j’n(xk)� E’n(xk)j > "0

r
log n
nhd

!

� c‘nn�2"0=c

� cn�2"0=c��dn :

En rappelant que �n = n�a, avec a > 0, on obtient

p
nhdP

 

sup
1�k�n

j’n(xk)� E’n(xk)j > "0

r
log n
nhd

!

� cn�2"0=c+1=2+ad
p
hd:

On peut toujours choisir "0 > (1=2+ad)c
2 , de sorte que le membre de droite

tende vers 0. Il su�t alors de se rappeler (1.4) pour �nir de d�emontrer (1.2).
Par cons�equent, on peut toujours choisir � > 0 tel que

p
nhdP(
n;�)! 0;

ce qui ach�eve la preuve du lemme. �
Soit t 2 �. Pour tout x 2 �, on d�e�nit

Vn(x; t) = Var((Y � t)Kh(x�X)) et eE rn(x) = E’n(x)=E fn(x):

Pour tout x 2 � tel que Vn(x; t) 6= 0, on pose

tn(x) = E fn(x)

s
nh2d

Vn(x; t)
(t� eErn(x)):

Par ailleurs, on consid�ere les ensembles

V tn = r�1[t; t+ �
p

log n=nhd] \ � et �V tn = r�1[t� �
p

log n=nhd; t] \ �:

Notons en�n � la fonction de r�epartition de la loiN (0; 1), et �(x) = 1��(x):
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Lemme 1.4.2 Supposons que les hypoth�eses H1 et H3 sont satisfaites. Alors,
il existe c > 0 telle que pour tout n � 1, t 2 R et x 2 � :

jP(rn(x) � t)� �(tn(x))j �
c
p
nhd

:

Preuve du Lemme 1.4.2
Posons, pour i = 1; : : : ; n,

Zi(x; t) = (Yi � t)Kh(x�Xi) ; Z(x; t) = (Y � t)Kh(x�X):

On a alors Vn(x; t) = Var(Z(x; t)). Nous allons �a pr�esent r�e�ecrire P(rn(x) < t)
en fonction de Vn(x; t), Zi(x; t) et EZ(x; t) de mani�ere �a pouvoir utiliser
l’in�egalit�e de Berry-Ess�een :

P(rn(x) < t)

= P

 
1
n

nX

i=1

Zi(x; t) < 0

!

= P

 
1
n

nX

i=1

�
Zi(x; t)� EZ(x; t)

�
< �EZ(x; t)

!

= P

 r
n

Vn(x; t)
1
n

nX

i=1

�
Zi(x; t)� EZ(x; t)

�
< �

r
n

Vn(x; t)
EZ(x; t)

!

= P

 r
n

Vn(x; t)
1
n

nX

i=1

�
Zi(x; t)� EZ(x; t)

�
< tn(x)

!

:

L’in�egalit�e de Berry-Ess�een nous permet alors d’�ecrire

jP(rn(x) < t)��(tn(x))j �
c
p
nhd

E j(Y � t)Kh(x�X)� E(Y � t)Kh(x�X)j3 :

(1.5)
Sous les hypoth�eses H1 et H3, un calcul facile montre que

sup
x2�
j(t� Y )Kh(x�X)� E(Y � t)Kh(x�X)j3 � chd

et
inf
x2�

Vn(x; t) � chd:

119



Estimation non param�etrique des ensembles de niveau pour la
r�egression

Le lemme d�ecoule alors directement de (1.5). �

On d�e�nit �a pr�esent �0 l’ensemble des t 2 � tels que

lim
"&0

1
"
�
�
r�1[t� "; t]

�
= lim

"&0

1
"
�
�
r�1[t; t+ "]

�
=
Z

@L(t)
kOrk�1dH:

Le r�esultat suivant est d�emontr�e dans l’article de Cadre [3] (Lemme 3.2).

Lemme 1.4.3 Supposons que H1 et H2 sont satisfaites. Alors �0 = �
presque partout.

Notons que sous les hypoth�eses H1 et H2, on obtient, grâce �a la Proposition
A.2 dans [3],

�
�
r�1[t� "; t+ "]

�
= �

�
r�1(t� "; t+ ")

�
;

pour tout t 2 � et " > 0 su�samment petit.

Posons �nalement
v(x) = Var(Y jX = x) + r2(x);

et, pour t 2 � et x 2 �,

tn(x) = f(x)

s
nhd

eKf(x)(v(x) + t2)
(t� r(x)):

Nous sommes alors en mesure d’�enoncer et de d�emontrer le Lemme 1.4.4 ci
dessous.

Lemme 1.4.4 Supposons que H1 et H2 sont satisfaites. Si nhd=(log n)7 !
1 et nhd+4 log n! 0, alors pour tout t 2 �0,

lim
n!1

p
nhd

�Z

Vtn

P(rn(x) < t)dx�
Z

Vtn

�(tn(x))dx
�

= 0;

et
lim
n!1

p
nhd

�Z

Vtn

P(rn(x) > t)dx�
Z

Vtn

�(tn(x))dx
�

= 0:
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Preuve du Lemme 1.4.4 Les d�emonstrations �etant identiques, nous ne
traiterons que la premi�ere �equation.

Le Lemme 1.4.2 nous permet d’�ecrire
p
nhd

�Z

Vtn

P(rn(x) < t)dx�
Z

Vtn

�(tn(x))dx
�
� c�(V tn):

Comme �(r�1[t � "; t + "]) ! 0, on a �(V tn) ! 0. Il su�t donc de montrer
que

En =
p
nhd

Z

Vtn

j�(tn(x))dx� �(tn(x))dxj ! 0:

En utilisant le fait que � soit Lipschitzienne on obtient

En � c
p
nhd�(V tn) sup

Vtn
jtn � tnj: (1.6)

Par d�e�nition de tn(x) et tn(x), on a, pour tout x 2 V tn,

1
p
nhd
jtn(x)� tn(x)j

� jt� r(x)j

������

f(x)
q
eKf(x)(v(x) + t2)

�
E fn(x)

p
Vn(x; t)h�d

������

+

s
hd

Vn(x; t)
E fn(x)jr(x)� eE rn(x)j

�
r

log n
nhd

�����

s
jf(x)Vn(x; t)h�d � (E fn(x))2 eK(v(x) + t2)j

eK(v(x) + t2)Vn(x; t)h�d

�����

+

s
hd

Vn(x; t)
E fn(x)jr(x)� eE rn(x)j (1.7)

Comme V tn est contenu dans �, un calcul facile permet de d�eduire de H1 et
H3 que

sup
Vtn
jeE rn � rj � ch2: (1.8)

De plus, si on pose

V 1
n (x) = Var Kh(x�X); V 2

n = Var Y Kh(x�X);
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on peut alors �ecrire

jf(x)Vn(x; t)h�d � (E fn(x))2 eK(v(x) + t2)j

� jf(x)j
���Vn(x; t)h�d � eKE fn(x)(v(x) + t2)

���+ cjf(x)� E fn(x)j

� jf(x)j
���Vn(x; t)h�d � eKf(x)(v(x) + t2)

���+ cjf(x)� E fn(x)j

� jf(x)j
�
t2jV 1

n (x)h�d � eKf(x)j+ jV 2
n (x)h�d � eKf(x)v(x)j

+2t jCov (Y Kh(x�X); Kh(x�X))j
�

+ cjf(x)� E fn(x)j

� c
�
jV 1
n (x)h�d � eKf(x)j+ jV 2

n (x)h�d � eKf(x)v(x)j

+ jCov (Y Kh(x�X); Kh(x�X))j+ jf(x)� E fn(x)j
�
:

A nouveau, comme V tn est contenu dans �, un calcul facile permet de d�eduire
de H1 et H3 que

sup
x2Vtn
jf(x)Vn(x; t)h�d � (E fn(x))2 eK(v(x) + t2)j � ch: (1.9)

On d�eduit de (1.7), (1.8) et (1.9) que

sup
x2Vtn
jtn(x)� tn(x)j � c

�p
h log n+

p
nhk+4

�
:

Ainsi, par (1.6) et puisque t 2 �0, on a que pour n assez grand

En � c
p

log n
�p

h log n+
p
nhk+4

�
;

et ce dernier terme tend vers 0 grâce aux hypoth�eses sur h, d’o�u le lemme.
�

Preuve du Th�eor�eme 1.2.2

Notons tout d’abord que

E �
�
Ln(t)�L(t)

�
=
Z

�\fr�tg
P(rn(x) < t)dx+

Z

�\fr<tg
P(rn(x) � t)dx:

Posons �a pr�esent
Pn;t(x) = P(rn(x) < t);
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et rappelons que

V tn = r�1[t; t+ �
p

log n=nhd] \ � et �V tn = r�1[t� �
p

log n=nhd; t] \ �:

Comme
p
nhdP

�p
nhd sup

�
jrn � rj � �

p
log n

�
! 0 d’apr�es le Lemme 1.4.1,

il su�t de montrer qu’il existe deux constantes strictement positives C1, C2

telles que

min
�

lim
n!1

p
nhd

Z

Vtn

Pn;t(x)dx; lim
n!1

p
nhd

Z

Vtn

Pn;t(x)dx
�
� C1

r
2t
�
eK
Z

@L(t)

dH
kOrk

et

max
�

lim
n!1

p
nhd

Z

Vtn

Pn;t(x)dx; lim
n!1

p
nhd

Z

Vtn

Pn;t(x)dx
�
� C2

r
2t
�
eK
Z

@L(t)

dH
kOrk

De plus, le Lemme 1.4.3 nous apprend qu’il su�t de montrer le Th�eor�eme
1.2.2 pour tout t 2 �0. Soient t 2 �0 et

In =
Z

Vtn

�(tn(x))dx; In =
Z

Vtn

�(tn(x))dx

Grâce au Lemme 1.4.4, il su�t de montrer qu’il existe deux constantes stric-
tement positives C1 et C2 telles que

C1

r
t

2�
eK
Z

@L(t)

dH
kOrk

� lim
n!1

p
nhdIn � lim

n!1

p
nhdIn � C2

r
t

2�
eK
Z

@L(t)

dH
kOrk

;

et

C1

r
t

2�
eK
Z

@L(t)

dH
kOrk

� lim
n!1

p
nhdIn � lim

n!1

p
nhdIn � C2

r
t

2�
eK
Z

@L(t)

dH
kOrk

:

On ne montrera que le premier encadrement. Pour cela on �ecrit

In =
1

p
2� eK

Z

Vtn

Z bn(x)

�1
exp

�
�u2

2 eK

�
du dx

o�u bn(x) =
p
f(x)nhd(t� r(x))=

p
v(x) + t2.

Par ailleurs,

bn(x) =

s
j’(x)j
v(x) + t2

b0n(x);
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avec b0n(x) =
p
nhd(t�r(x))=

p
jr(x)j. On peut alors trouver deux constantes

strictement positives C1 et C2 telles que

C1b0n(x) � bn(x) � C2b0n(x);

ce qui nous permet d’obtenir

In �
C1p
2� eK

Z

Vtn

Z b0n(x)

�1
exp

�
�C2

1u2

2 eK

�
du dx;

et

In �
C2p
2� eK

Z

Vtn

Z b0n(x)

�1
exp

�
�C2

2u2

2 eK

�
du dx:

Il su�t alors de reprendre les arguments de la preuve de la Proposition 3.1
dans [3] pour conclure que
p
t eK

C1
p

2�

Z

@L(t)

1
kOrk

@H � lim
n!1

p
nhdIn � lim

n!1

p
nhdIn �

p
t eK

C2
p

2�

Z

@L(t)

1
kOrk

@H;

d’o�u le th�eor�eme. �

124



Bibliographie

[1] G. Biau, B. Cadre, and B. Pelletier. A graph-based estimator of the
number of clusters. ESAIM. Probability and Statistics, 11 :272{280,
2007.

[2] D. Bosq and J. P. Lecoutre. Th�eorie de l’Estimation Fonctionnelle.
Ecole Nationale de la Statistique et de l’Administration Economique et
Centre d’Etudes des Programmes Economiques. Economica, 1987.

[3] B. Cadre. Kernel estimation of density level sets. Journal of Multivariate
Analysis, 97(4) :999{1023, 2006.

[4] L. Cavalier. Nonparametric estimation of regression level sets. Statistics,
29(2) :131{160, 1997.

[5] A. Cuevas, M. Febrero, and R. Fraiman. Estimating the number of
clusters. The Canadian Journal of Statistics, 28(1) :367{382, 2000.

[6] A. Cuevas, M. Febrero, and R. Fraiman. Cluster analysis : a further
approach based on density estimation. Computational Statistics and
Data Analysis, 36(4) :441{459, 2001.

[7] A. Cuevas and R. Fraiman. A plug-in approach to support estimation.
The Annals of Statistics, 25(6) :2300{2312, 1997.

[8] A. Cuevas, W. Gonz�alez-Manteiga, and A. Rodr��guez-Casal. Plug-in
estimation of general level sets. Australian and New Zealand Journal of
Statistics, 48(1) :7{19, 2006.

[9] L. C. Evans and R. F. Gariepy. Measure Theory and Fine Properties of
Functions. Studies in Advanced Mathematics. CRC Press, 2000.

[10] J. A. Hartigan. Estimation of a convex density contour in two dimen-
sions. Journal of the American Statistical Association, 82(397) :267{270,
1987.

[11] D. M�uller. The excess mass approach in statistics. Beitr�age zur Statistik,
Universit�at Heidelberg, 3, 1993.

[12] D. W. M�uller and G. Sawitzki. Excess mass estimates and tests for multi-
modality. Journal of the American Statistical Association, 86(415) :738{
746, 1991.

125



BIBLIOGRAPHIE

[13] R. D. Nowak and R. M. Willett. Minimax optimal level-set estimation.
IEEE Transactions on Image Processing, 16(12) :2965{2979, 2007.

[14] W. Polonik. Measuring mass concentrations and estimating density
contour clusters{an excess mass approach. The Annals of Statistics,
23(3) :855{881, 1995.

[15] B. L. S. Prakasa Rao. Nonparametric Functional Estimation. Academic
Press, Orlando, 1983.

[16] C. Scott and M. Davenport. Regression level set estimation via costsen-
sitive classi�cation. IEEE Transaction on Signal Processing, 55 :2752{
2757, 2007.

[17] A. B. Tsybakov. On nonparametric estimation of density level sets. The
Annals of Statistics, 25(3) :948{969, 1997.

[18] G. Walther. Granulometric smoothing. The Annals of Statistics,
25(6) :2273{2299, 1997.

126



Conclusion et perspectives

Dans ce travail de th�ese, nous avons apport�e une contribution suppl�ementaire
aux th�emes de l’apprentissage statistique et de la statistique fonctionnelle.
Dans la mesure du possible, nous nous sommes attach�es �a �etudier �a la fois
les aspects th�eoriques des m�ethodes pr�esent�ees et leurs utilisations pratiques.

Dans la premi�ere partie de ce travail, nous avons adapt�e au probl�eme de la
r�egression fonctionnelle la m�ethode des k plus proches voisins, utilis�ee par
Biau, Bunea et Wegkamp (2005) dans le contexte de la classi�cation. Les
r�esultats obtenus dans ce chapitre ont montr�e la pertinence d’une r�eduction
pr�ealable de la dimension des observations par le biais d’une projection.
S’agissant de la recherche future, il nous semble important de r�ealiser une
�etude comparative des performances de la m�ethode en fonction des bases
choisies pour la projection des observations.

Dans le premier chapitre de la deuxi�eme partie, nous avons adapt�e aux
donn�ees fonctionnelles le principe du clustering par quanti�cation utilis�e par
Linder (2002) dans un contexte �ni-dimensionnel. Pour des raisons de robus-
tesse nous avons choisi d’adopter un crit�ere d’erreur de type L1. Nous nous
sommes attach�es �a d�evelopper un algorithme qui soit �a la fois �able et uti-
lisable en pratique. Une prochaine �etape importante sera de d�evelopper une
proc�edure automatique pour choisir le nombre de clusters. Dans un second
chapitre, nous avons pr�esent�e le r�esultat d’une collaboration avec M. Ger-
lotto, chercheur de l’Institut pour la Recherche et le D�eveloppement (IRD).
L’utilisation des m�ethodes pr�esent�ees dans le premier chapitre pour discrimi-
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ner des bancs d’anchois a ainsi permis de construire un nouvel indicateur faci-
lement utilisable pour rep�erer les bancs victimes de l’attaque d’un pr�edateur.

La derni�ere partie de cette th�ese a apport�e des �el�ements de r�eponse au
probl�eme de l’estimation des ensembles de niveau de la fonction de r�egression,
grâce �a l’utilisation de la m�ethode plug-in pr�esent�ee par Cadre (2006) pour
la fonction de densit�e. Cette m�ethode nous a permis de construire un estima-
teur facilement calculable, sous des hypoth�eses peu restrictives. Une �etude sur
des �echantillons de donn�ees simul�ees a con�rm�e la validit�e pratique de notre
m�ethode. Ce travail o�re un certain nombre de perspectives int�eressantes.
En particulier, il serait int�eressant d’utiliser une m�ethode plug-in avec l’esti-
mateur de la fonction de r�egression pr�esent�e dans la premi�ere partie de cette
th�ese, a�n de consid�erer le cas de donn�ees fonctionnelles.

Pour �nir, nous pensons que la prise en compte de la nature fonctionnelle
des donn�ees apporte un nouvel �eclairage pertinent sur un grand nombre de
probl�ematiques actuelles, dont l’�etude du comportement de populations o�u
d’individus est un exemple probant. C’est pourquoi nous envisageons de pour-
suivre nos travaux dans cette voie, en nous attachant �a toujours associer les
m�ethodes th�eoriques �a leurs utilisations pratiques.
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Annexe A

L1-quantization and clustering
in Banach spaces

Nous donnons dans cette annexe l’article en anglais correspondant au premier
chapitre de la deuxi�eme partie.

A.1 Introduction

Clustering consists in partitioning a data set into subsets (or clusters), so
that the data in each subset share some common trait. Proximity is determi-
ned according to some distance measure. For a thorough introduction of the
subject, we refer to the book by Kaufman and Rousseeuw [14]. The origin
of clustering goes back to 45 years ago, when some biologists and sociolo-
gists began to search for automatics methods to build di�erent groups with
their data. Today, clustering is used in many �elds. For example, in medical
imaging, it can be used to di�erentiate between di�erent types of tissue and
blood in a three dimensional image. Market researchers use it to partition
the general population of consumers into market segments and to better un-
derstand the relationships between di�erent groups of consumers/potential
customers. There are also many di�erent applications in arti�cial intelligence,
sociology, medical research, or political sciences.

In the present paper, the clustering method we investigate lays on the tech-
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nique of quantization, commonly used in signal compression (Graf and Lu-
schgy [12], Linder [17]). Given a normed space (H; k:k), a codebook (of size
k) is de�ned by a subset C � H with cardinality k. Then, each x 2 H is
represented by a unique x̂ 2 C via the function q,

q : H ! C

x ! x̂;

which is called a quantizer. Here we come back to the clustering, as we
create clusters in the data by regrouping the observations which have the
same image by q.

Denote by d the distance induced by the norm on H :

d : H�H ! R+

(x; y) ! kx� yk:

In this paper, observations are modeled by a random variable X on H, with
distribution �. The quality of the approximation of X by q(X) is then given
by the distortion E d

�
X; q(X)

�
. Thus the aim is to minimize E d

�
X; q(X)

�

among all possible quantizers. However, in practice, the distribution � of the
observations is unknown, and we only have at hand n independent obser-
vations X1; : : : ; Xn with the same distribution than X. The goal is then to
minimize the empirical distortion :

1
n

nX

i=1

d(Xi; q(Xi)):

Since the early work of Hartigan [13] and Pollard [19, 20, 21], the perfor-
mances of clustering have been considered by many authors. Convergence
properties of the minimizer q�n of the empirical distortion have been mostly
studied in the case when H = Rd. Consistency of q�n was shown by Pollard
[19, 21] and Abaya and Wise [1]. Rates of convergence have been considered
by Pollard [20], Linder, Lugosi, and Zeger [18], Linder [17].
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As a matter of facts, in many practical problems, input data items are in the
form of random functions (speech recordings, spectra, images) rather than
standard vectors, and this casts the clustering problem into the general class
of functional data analysis. Even though in practice such observations are
observed at discrete sampling points, the challenge in this context is to infer
the data structure by exploiting the in�nite-dimensional nature of the obser-
vations. The last few years have witnessed important developments in both
the theory and practice of functional data analysis, and many traditional
data analysis tools have been adapted to handle functional inputs. The book
by Ramsay and Silverman [22] provides a comprehensive introduction to the
area. Recently, Biau, Devroye, and Lugosi [2] gave some consistency results
in Hilbert spaces and with a L2-based distortion.

Thus, the �rst novelty in this paper is to consider data taking place in a
separable and re
exive Banach space, with no restriction on their dimension.
The second novelty is that we consider a L1-based distortion, which leads to
more robust estimators. For a discussion of the advantage of the L1-distance
we refer the reader to the paper by Kemperman [15].

This setup calls for substantially di�erent arguments to prove results which
are known to be true when considering �nite dimensional spaces and a L2-
based distortion. In particular, speci�c notions will be required, such as weak
topology (Dunford and Schwartz [10]), lower semi-continuity (Ekeland and
Temam [10]) and entropy (Van der Vaart and Wellner [23]).

The document is organized as follows. We �rst provide the formal context of
quantization in Banach space in the �rst part of Section 2. Then, we focus on
the problem of the existence of an optimal quantizer. In Sections 3 and 4 we
study two consistent estimators of this optimal quantizer, and we confront
them to real-life data in Section 5. Proofs are collected in Appendix A.
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A.2 Quantization in a Banach space

A.2.1 General framework

The fact that the closed bounded balls are not compact is a major problem
when considering in�nite dimensional spaces. To overcome this, the classi-
cal solution is to consider re
exive spaces, i.e., spaces in which the closed
bounded balls are compact for the weak topology (Dunford and Schwartz
[9]). Thus, throughout the document, (H; k:k) will denote a re
exive and
separable Banach space. We let X be a H-valued random variable with dis-
tribution � such as EkXk <1.

Given a set C = fyigki=1 of points in Hk, any Borel application q : H ! C is
called a quantizer. The set C is called a codebook, and the yi; i = 1; : : : ; k
are the centers of C. The error made by replacing X by q(X) is measured by
the distortion :

D(�; q) = E d(X; q(X)) =
Z

H
kx� q(x)k�(dx):

Note that D(�; q) < 1 since EkXk < 1. For a given k, the aim is to
minimize D(�; :) among the set Qk of all possible k-quantizers. The optimal
distortion is then de�ned by

D�k(�) = inf
q2Qk

D(�; q):

When it exists, a quantizer q� satisfying D(�; q�) = D�k(�) is said to be an
optimal quantizer.

Any quantizer is characterized by its codebook C = fyigki=1 and a partition
of H in cells Si = fx 2 H : q(x) = yig; i = 1; : : : ; k via the rule

q(x) = yi () x 2 Si:

Thus, from now on, we will de�ne a quantizer by its codebook and its cells.
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Let us consider the particular family of Voronoi partitions, constructed by
the nearest neighbors rule. That is, for each center of the codebook, a cell is
constituted by the elements x 2 H which are the closest to him (Gersho and
Gray [11]). A quantizer with such a partition is named a nearest neighbor
quantizer, and we denote by Qknn the set of all k-nearest neighbor quantizers.
It can be easily proven (see Lemma 1 in Linder [17]) that

inf
q2Qk

D(�; q) = inf
q2Qknn

D(�; q):

More precisely, given two quantizers q 2 Qk and q0 2 Qknn with the same
codebook, we have

D(�; q0) � D(�; q):

Therefore, in the following, we will restrict ourselves to nearest neighbor
quantizers.

A complementary result (see Lemma 2 in Linder [17]) is that for a quantizer
q with codebook C and partition S, a quantizer q0 with the same partition
but with a codebook de�ned by

y0i 2 arg min
y2H

E [kX � yk j X 2 Si] ; i = 1; : : : ; k;

satis�es

D(�; q0) � D(�; q):

From the two previous optimality results, on the codebook and associated
partition, we can derive a simple algorithm in order to �nd a good quantizer.
This algorithm is called the Lloyd algorithm and based on the so-called Lloyd
iteration (Gersho and Gray [11], Chapter 6). The outline is as follows :

1. Choose randomly an initial codebook ;

2. Given a codebook Cm, build the associated Voronoi partition ;

3. Build Cm+1, the optimal codebook for the previous partition ;

4. Stop when the distortion no longer decreases.
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Unfortunately, this algorithm has two drawbacks : it depends on the initial
codebook chosen, and it does not necessarily converge to the optimal distor-
tion. In Section 4 we will discuss an alternative to this algorithm, leading to
an optimal quantizer.

A.2.2 Existence of an optimal quantizer

The aim of this section is to show that the minimization problem of D(�; q)
has at least one solution. Recall that we consider only nearest neighbor quan-
tizers, which can be entirely characterized by their codebook (y1; : : : ; yk), and
set yk = (y1; : : : ; yk).

We denote by

D(�; q) = D(�;yk)

the associated distortion. Therefore our �rst task is to prove that the function
D(�; :) has at least one minimum, or, in other words, that there exists at least
one optimal codebook.

Theorem A.2.1 Assume that H is a re
exive and separable Banach space.
Then, the function D(�; :) admits at least one minimum.

Theoretically speaking, it is of interest to search for an optimal quantizer. To
make the link with clustering, Theorem A.2.1 states that there exists at least
one optimal repartition of the space H in di�erent clusters. The next step is
to consider the statistical case, in which the distribution of X is unknown.

A.3 A consistent estimator

A.3.1 Construction and consistency

In a statistical context, the distribution � of X is unknown and we only have
at hand n random variables, X1; : : : ; Xn, independent and distributed as X.
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Let the empirical measure �n be de�ned as

�n(A) =
1
n

nX

i=1

1[Xi2A];

for any measurable set A � H. For any quantizer q, the associated empirical
distortion is then given by

D(�n; q) =
1
n

nX

i=1

kXi � q(Xi)k:

An (empirical) quantizer q�n = q�n(:; X1; : : : ; Xn) satisfying

q�n 2 arg min
q2Qk

nX

i=1

kXi � q(Xi)k

is said to be empirically optimal. In particular, if we set (with a slight abuse
of notation)

D(�; q�n) = E [kX � q�n(X)k j X1 : : : ; Xn] ;

we have
D(�n; q�n) = D�k(�n):

From Theorem A.2.1, we know that for every n, an empirically optimal quan-
tizer always exists.

The following theorem, which is an adaptation of Theorem 2 in Linder [17],
establishes the asymptotic optimality of the quantizer q�n with respect to the
distortion.

Theorem A.3.1 Assume that H is a re
exive and separable Banach space,
and set k � 1. Then, any sequence of empirically optimal k-quantizers (q�n)n�1

satis�es

lim
n!1

D(�; q�n) = D�k(�) a:s:

and
lim
n!1

D(�n; q�n) = D�k(�) a:s:
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A.3.2 Rate of convergence

Most results in the literature concern the situation when H = Rd and the
distortion is a L2-based one (Pollard [20], Linder [17], Linder, Lugosi, and
Zeger [18]). For example, it is shown in [17] that if there exists T > 0 such
that P[kXk � T ] = 1, then

ED(�; q�n)�D�(�) � CT 2

r
k(d+ 1) ln(k(d+ 1))

n
;

where C > 0 is a universal constant.

Recently, Biau, Devroye, and Lugosi [2] proved that when H is an Hilbert
space, and the distortion is a L2-based one, then

ED(�; q�n)�D�(�) � C
k
p
n
;

where C > 0 is a universal constant.

In the sequel, our goal is to establish a rate of convergence in a Banach space
and with a L1-criterion. This will require some new notions.

Let P(H) be the set of all probability measures on H.

D�e�nition A.3.1 Let p 2 [1;1[.

1. The Lp-Wasserstein distance between �; � 2 P(H) is de�ned by :

�p(�; �) = inf
X��;Y��

�
E d
�
X; Y

�p� 1
p :

2. A probability � 2 P(H) satis�es a transportation inequality Tp(�) if
there exists � > 0 such that, for any probability � 2 P(H),

�pp(�; �) �
r

2
�
H(�j�);

where H(�j�) =
Z

H

d�
d�

log
�
d�
d�

�
d� is the Kullback information bet-

ween � and �.
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Remarks :

� The Lp-Wasserstein distance, also called Lp-Kantorovich distance, is
known to be appropriate for the quantization problem (Graf and Lu-
schgy, Section 3 [12]) ;

� For this choice of distance, in view of getting rates of convergence, the
so-called transportation inequalities, or Talagrand inequalities, are well
designed (Ledoux [16]).

Generally speaking, it is a di�cult task to determine whether a probability
� 2 P(H) satis�es a transportation inequality Tp(�). However, the problem
is simpler when p = 1, as expressed in the theorem below proven in Djellout,
Guillin, and Wu [7] (Theorem 2.3 and Section 1).

Theorem A.3.2 A probability � 2 P(H) satis�es a transportation inequa-
lity T1(�) if and only if, for all � < �=2,

Z

H
e�kx�yk

2
d�(x) <1

for one (and therefore for all) y in H.

In the sequel, we will only consider the case p = 1, and we set � = �1. For
any set � � H, let P(�) be the set of all probability measures on �. Let
also N (r;�) be the smallest number of balls of radius r (for the metric �)
required to cover P(�), that is

N (r;�)

= inf
�
n 2 N s.t. 9x1; : : : ; xn 2 P(�) :

Sn
i=1 BP(�)(xi; r) � P(�)

�
;

where BP(�)(xi; r) is the ball in P(�) centered at xi and with radius r (for the
metric �). The quantity ln(N (r;�)) is the entropy of P(�) (Van der Vaart
and Wellner [23]).
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In the same way, let N(r;�) be the smallest number of balls of radius r re-
quired to cover �, with respect to the metric of H.

In order to state a rate of convergence for D(�; q�n), we introduce the following
assumptions :

H1 : There exists � > 0 such that � satis�es a transportation inequality
T1(�) ;

H2 : Any closed bounded ball B � H is totally bounded. That is, for all
r > 0, N(r; B) is �nite.

Note that H1 is satis�ed for paths of stochastic di�erential equations

dXt = b(Xt)dt+ s(Xt)dWt;

where t 2 [0; T ], T < 1, and b(:), s(:) satisfy suitable properties (Djellout,
Guillin and Wu [7], Corollary 4.1). H2 is satis�ed, for example, if H is a
Sobolev space on a compact domain of Rd (Cucker and Smale [6], example
3).

From now on, BR stands for the ball of center 0 and radius R inH. According
to assumption H2 and Theorem A.1 in Bolley, Guillin, and Villani [4], there
exists a positive constant C such that for all r; R > 0,

N (r; BR) �
�
CR
r

�N(r=2;BR)

: (A.1)

Theorem A.3.3 Assume that H is a re
exive and separable Banach space,
and H1, H2 are satis�ed. Then, for all �0 < � and " > 0, there exist three
positive constants K, 
, and R1 such that if R = R1 max (1; "2; ln (1="2))1=2

and n � K ln (N (
";BR)) ="2, we have :

P [�(�; �n) � "] � e�(�0=2)n"2
:
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Using the inequality

D(�; q�n)�D�(�) � 2�(�; �n);

we deduce the following corollary.

Corollary A.3.1 Assume that H is a re
exive and separable Banach space,
and H1, H2 are satis�ed. Then, for all �0 < � and " > 0, there exist three
positive constants K, 
, and R1 such that if R = R1 max (1; "2; ln (1="2))1=2

and n � K ln (N (
";BR)) ="2, we have :

P [D(�; q�n)�D(�; q�) � "] � e�(�0=8)n"2
:

Let R be the function from R�+ to R�+ de�ned by

R(x) = R1 max
�
1; x2; ln

�
1=x2��1=2 ;

and denote M the function from R�+ to R�+ de�ned by

M(x) = K ln
�
N (
x;BR(x))

�
=x2: (A.2)

Theorem A.3.4 below gives us the desired rate of convergence.

Theorem A.3.4 Assume that H is a re
exive and separable Banach space,
H1, H2 are satis�ed, andM is invertible on some interval ]0; a]. Then, there
exists C0 > 0 such that

ED (�; q�n)�D (�; q�) � C0 max(M�1(n); n�1=2):

Note there is no restriction on the support of �. In particular, we do not
require that the support of � is bounded. This is an important point, since
such an assumption is not veri�ed, for example, by the distributions of clas-
sical di�usion processes, yet widely used in stochastic modeling.

Example : Suppose that assumptions H1 and H2 are satis�ed. Consider
the example 3 in Cucker and Smale [6], in which H is a Sobolev space on a
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compact domain set of Rd. Using the entropy of the balls BR � H (Cucker
and Smale [6]) and Theorem A.3.4, we have

ED (�; q�n)�D (�; q�) �
C

(lnn)s=d
;

where C is a positive constant.

A.3.3 Algorithm

Calculating q�n appears to be a NP -complete problem. In order to approxi-
mate q�n one can adapt the Lloyd Lloyd algorithm, which has been presented
in Section 2, to the statistical context in which we use �n instead of �. Mo-
reover, rather to calculate empirical medians in each cell, a possible solution
is to consider medoids, i.e., centers taken within the sample fX1; : : : ; Xng.
For more details about the Lloyd algorithm and medoids, we refer the reader
to the book by Kaufman and Rousseeuw [14].

However, this Lloyd algorithm with medoids has the same drawbacks as the
Lloyd algorithm presented in section 2 : non optimality and dependence on
initial codebook. Thus, in the next section, we will present a new estimator,
in order to overcome these drawbacks.

A.4 Minimization on data

A.4.1 Construction and Consistency

The basic idea of the estimator presented in this section consists in sear-
ching the minimum of the empirical distortion D(�n; :) within the sample
fX1; : : : ; Xng. It is a generalization of a method of Cadre [5], who considered
the case k = 1 only. Formally, our estimator y�k;n = (y�1;n; : : : ; y�k;n) is de�ned
by

y�k;n 2 arg min
z2fX1;:::;Xngk

D(�n; z):

140



A.4 Minimization on data

Note k:kk a norm on Hk (as an example, for z = (z1; : : : ; zk) 2 Hk, kzkk =
max
i=1;:::;k

kzik), and BHk(z; r) the associated closed ball in Hk centered at z and
with radius r.

Theorem A.4.1 Assume that H is a re
exive and separable Banach space,
and there exists y�k an optimal codebook for �, which satis�es

8" > 0; P [(X1; : : : ; Xk) 2 BHk(y�k; ")] > 0: (A.3)

Then,

lim
n!1

D(�;y�k;n) = D�k(�) a.s.

Remark : The condition (A.3) in Theorem A.4.1 simply requires that the
probability that k observations fall in the neighborhood of y�k is not zero. The
necessity of this condition is easy to understand. Indeed, suppose there exists
" > 0 such that for all optimal codebook y�k for �, (X1; : : : ; Xk) =2 BHk(y�k; ")
with probability 1. Then, by construction, D(�;y�k;n) can not converge to
D�k(�).

Theorem A.4.2 Assume that H is a re
exive and separable Banach space,
and (A.3), H1 and H2 hold. Then, we have

lim
n!1

ED(�;y�k;n) = D�k(�):

A.4.2 Rate of convergence

The next theorem states that D(�;y�n;k) converges to D�k(�) at the same rate
as D(�; q�n). Remember that the function M is de�ned in (A.2), and let y�k
be an optimal codebook for �. For " > 0 we set

f(y�k; ") = P
�
(X1; : : : ; Xk) 2 BHk(y�k; ")

�
:

We also introduce the assumption :
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H3 : There exist a decreasing function V : N� ! R�+ and positive constants
u; v; C such that

max
�Z u

0
(1� f(y�k; "))

bn=kc d";
Z +1

v
(1� f(y�k; "))

bn=kc d"
�
� V (n):

Theorem A.4.3 Assume that H is a re
exive and separable Banach space,
and H1 and H2 are satis�ed. Let y�k be an optimal codebook for � satisfying
H3. Then, if M is invertible on some interval ]0; b] there exists a positive
constant C0 such that, for n large enough,

ED
�
�;y�k;n

�
�D�k(�) � C0 max(M�1(n); V (n); bn=kc�1=2):

Remarks :

� Assumption H3 requires that the probability that data are present in
a neighborhood of an optimal quantizer rises fast enough with n. It is
an essential assumption in the proof of Theorem A.4.3.

� Assumption H3 is satis�ed if the following assumptions hold :

H4 : There exists c1 > 0 such that f(y�k; ") � 1 � exp(�"2) for " 2
]0; c1] ;

H5 : There exists c2 > 0 such that f(y�k; ") � 1 � exp(�"2) for " 2
[c2;+1[.

� Assume that H4 and H5 are satis�ed. Then we have

ED
�
�;y�k;n

�
�D�k(�) � C0 max(M�1(n); bn=kc�1=2):

That is, D(�;y�n;k) converges to D�k(�) at the same rate as D(�; q�n).

� Assumption H5 is satis�ed if � has a bounded support.

A.4.3 Algorithms

In order to calculate y�k;n, we provide an algorithm which we will call Alter
algorithm. The outline is the following :

1. List all possible codebooks, i.e., all possible k-tuple of data ;
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2. Calculate the empirical distortion associated to the �rst codebook ;

3. For each successive codebook, calculate the associated empirical dis-
tortion. Each time a codebook has an associated empirical distortion
smaller than the previous, store the codebook ;

4. Return the codebook which has the smallest distortion.

This algorithm overcomes the two drawbacks of the Lloyd algorithm : it does
not depend on initial conditions and it converges to the optimal distortion.
Unfortunately its complexity is o(nk) and it is impossible to use it for high
values of n or k.

In order to overcome this complexity problem, we de�ne the Alter-fast ite-
ration, working as follows :

1. Select randomly n1 < n data in the whole data set (n1 should be small) ;

2. Run the Alter algorithm on these n1 data (empirical distortions should
be calculated using the whole data set) ;

3. Store the obtained codebook.

Then we derive an accelerated version of the Alter algorithm, which we call
Alter-fast algorithm. The outline is the following :

1. Run n2 times the Alter-fast iteration (n2 should be high) ;

2. Select, among all the obtained codebooks, the one which minimizes the
associated empirical distortion (calculated using the whole data set).

The Alter-fast algorithm provide a usable alternative for the Alter algorithm,
in the same way as the Lloyd algorithm using medoids was an alternative to
the Lloyd algorithm. Its complexity is o(n2 � nk1). We will see in the next
section that the Alter-fast algorithm seems to perform almost as well as the
Alter algorithm on real-life data.
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A.5 Application : speech recognition

Here we use a part of the TIMIT database (http://www-stat.stanford.edu/
�tibs/ElemStatLearn/). The data are log-periodograms corresponding to re-
cording phonemes of 32 ms duration. We are interested in the discrimination
of �ve speech frames corresponding to �ve phonemes transcribed as follows :
\sh" as in \she" (872 items), \dcl" as in \dark" (757 items), \iy" as the vo-
wel in \she" (1163 items), \aa" as the vowel in \dark" (695 items) and \ao"
as the �rst vowel in \water" (1022 items). The database is a multi speaker
database. Each speaker is recorded at a 6 kHz sampling rate and we retain
only the �rst 256 frequencies (see Figure A.1).

Figure A.1 { A sample of log-periodograms for �ves phonemes.

Thus the data consist of 4509 series of length 256. We compare here the
Lloyd and Alter-fast algorithms. We split the data into a learning and a
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testing set. The quantizer is constructed using only the �rst set and its per-
formance (i.e., the rate of good classi�cation) is evaluated from the second
one. We give the rates of good classi�cation associated to the codebooks se-
lected by the Lloyd and and Alter-fast algorithms in Table A.1. Recall that,
for each center, a cluster includes the data which are closer to this center
than to any other. Moreover we give the variance induced by the dependence
on initial conditions : the initial codebook for the Lloyd algorithm, and the
successive reduced data set for the Alter-fast algorithm. We note that the re-
sults of the Alter-fast algorithm are better than those of the Lloyd algorithm.

Algorithm Rate of good classi�cation
Lloyd 0.80 (var=0.0047)

Alter-fast 0.84 (var=0.00014)

Table A.1 { Rate of good classi�cation with the �ve phonemes.

The phonemes \ao" and \aa" appear to be particularly di�cult to classify.
To illustrate this phenomenon, we confront the Lloyd, Alter, and Alter-fast
algorithms on these two phonemes only. The rates of good classi�cation are
given in Table A.2 (note that we gave no variance for the Alter algorithm,
since it does not depends on any initial condition). As expected, the results
are not satisfactory. We note however that the Alter algorithm results are
more reliable than the Lloyd algorithm ones, and that the rates of good
classi�cation obtained from the Alter and Alter-fast algorithms are almost
equivalent. We also note that we improve over the results of Bleakley [3]
(Chapter 2), who is using di�erent SVM algorithms in a supervised learning
context.

Finally, we provide a similar study by removing the phonemes \ao"from
the database (see Table A.3). The results are signi�cantly better than those
obtained with the whole database.
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Algorithm Rate of good classi�cation
Lloyd 0.64 (var=0.0031)
Alter 0.71

Alter-fast 0.68 (var=0.00015)
Max. bin. kernel [3] 0.61
Min. bin. kernel [3] 0.63

Table A.2 { Rate of good classi�cation of phonemes \aa" and \ao".

Algorithm Rate of good classi�cation
Lloyd 0.87 (var=0.0032)

Alter-fast 0.90 (var=0.0001)

Table A.3 { Rate of good classi�cation without the phoneme \ao".
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A.6 Conclusion

This paper thus provided an answer to the problem of functional L1-
clustering : we �rst proved that for any measure � 2 P(H) with �nite
moment, an optimal quantization always exists (Theorem A.2.1). Then we
proposed a consistent estimator of q� (Theorem A.3.1), and we state its rate
of convergence (Theorem A.3.4). In order to o�set the main drawbacks of the
Lloyd algorithm, we then proposed the Alter algorithm and its accelerated
version, the Alter-fast algorithm. Finally, a confrontation of our algorithms
on real-life data states the practical suitability of our theoretical results.

One of the most interesting points in our results is that the assumptions we
make are as light as possible. For example, we made no restriction on the
support of �, and the assumptions H1, H2 are satis�ed in classical stochastic
modeling.
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Appendix : Proofs

Proof of Theorem A.2.1

Before we prove Theorem A.2.1, we will need to introduce the following
de�nition.

D�e�nition A.6.1 A function � :H! �R is called lower semi-continuous for
the weak topology (abbreviated weakly l.s.c.) if it satis�es one of the following
equivalent conditions :
(i) 8t 2 R; fu 2 H : �(u) � tg is closed for the weak topology.
(ii) 8�u 2 H; lim inf

uw!�u
�(u) � �(�u) (where w! note the weak convergence in H).

For a proof of this equivalence and of the following proposition, we refer the
reader to the book by Ekeland and Temam [10].

Proposition A.6.1 With the notation of De�nition A.6.1, the two following
properties hold :
(i) If � is continuous and convex, then it is weakly l.s.c.
(ii) If � is weakly l.s.c. on a set � which is compact for the weak topology,

then � has a minimum on �.

Lemma A.6.1 is a straightforward adaptation of the results proven in the �rst
part of the proof of Theorem 1 in Linder [17].

Lemma A.6.1 There exists A > 0 and ‘ � k such that

inf
yk2Hk

D(�;yk) = inf
y‘2B‘A

D(�;y‘):

For all x in H, we de�ne the functions gi;x : Hk ! R and gx : Hk ! R by :

gi;x(yk) = kx� yik;

and
gx(yk) = min

i=1;:::;k
gi;x(yk):
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Lemma A.6.2 For any x in H, the function gx is weakly l.s.c. on Hk.

Proof of Lemma A.6.2 For each x in H, the functions gi;x are continuous
and convex, thus they are weakly l.s.c. according to Proposition A.6.1. For
all t in R, the sets

�
yk 2 Hk : gi;x(yk) � t

	

are then weakly closed. We deduce that

�
yk 2 Hk : gx(yk) � t

	
=

k[

i=1

�
yk 2 Hk : gi;x(yk) � t

	

is weakly closed. Lemma A.6.2 follows by using statement (i) in De�nition
A.6.1. �

Lemma A.6.3 The function D(�; :) is weakly l.s.c. on Hk.

Proof of Lemma A.6.3 For each y�k 2 Hk, we can write :

lim inf
yk

w!y�k

D(�;yk) = lim inf
yk

w!y�k

Z

H
gx(yk)�(dx)

�
Z

H
lim inf
yk

w!y�k

gx(yk)�(dx)

(by Fatou’s Lemma)

�
Z

H
gx(y�k)�(dx)

(by Lemma A:6:2 and statement (ii) in De�nition A:6:1)
= D(�;y�k);

which proves that D(�; :) satis�es the condition (ii) of De�nition A.6.1.
�

We are now in a position to prove Theorem A.2.1.

Proof of Theorem A.2.1 According to Lemma A.6.1, there exists R > 0
such that the in�mum of D(�; :) on Hk is also the in�mum of D(�; :) on
Bk
R. Moreover, on the one hand Bk

R is compact for the weak topology, and
on the other hand D(�; :) is weakly l.s.c. according to Lemma A.6.3. Thus,
according to Proposition A.6.1, the function D(�; :) reaches its in�mum on
Bk
R. �
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Proof of Theorem A.3.3

The proof is adapted from the proof of Theorem 1 by Bolley, Guillin, and
Villani [4]. It can be decomposed in three steps :

1. First, we show we can consider truncated version of the probability
measures � and �n on the ball BR ;

2. Then we cover the space P(BR) by small balls of radius r ;

3. Finally, we optimize the various parameters introduced in the proof.

Each of the next three lemmas matches a step.

Let R > 0. We consider �R de�ned, for all Borel set A � H, by :

�R[A] =
�[A \BR]
�[BR]

= �[AjBR]:

Consider now the independent random variables fXigni=1 with distribution �
and fYigni=1 with distribution �R. We de�ne, for i � n,

XR
i =

�
Xi if kXik � R
Yi if kXik > R:

Let �x be the Dirac measure at point x. The empirical measures �n and �Rn
are de�ned by

�n =
1
n

nX

i=1

�Xi and �Rn =
1
n

nX

i=1

�XR
i
:

Note E� =
R
H exp(�kxk2)�(dx). Since we suppose that � satis�es a T1(�)-

inequality, we have, for � < �=2, E� <1.

Lemma A.6.4 Let � 2]0; 1[, "; � > 0, �1 2]0; �=2[, and � 2]�1; �=2[. Then,
for all R > max

�p
1=2�; 2�=�1

�
, we have

P [� (�; �n) > "] � P
h
�
�
�R; �Rn

�
> �"� 2E�Re��R

2
i

+ exp
�
�n
h
� (1� �) "� E�e(�1��)R2

i�
:
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Proof of Lemma A.6.4 For a �xed " > 0, we bound P[�(�; �n) > "] in
function of �R and �Rn . First, following the arguments of the proof of Theorem
1.1 by Bolley, Guillin, and Villani (step 1) [4], it can be proven that for all
� < �=2 and R �

p
1=2�,

�(�; �R) � 2E�Re��R
2
: (A.4)

Second, the probability measures �n and �Rn satisfy

�(�n; �Rn ) �
1
n

nX

i=1

kXR
i �Xik �

1
n

nX

i=1

Zi;

where Zi = 2kXik1kXik>R (i = 1; : : : ; n). Using a similar argument as in the
proof of Theorem 1.1 by Bolley, Guillin, and Villani (step 1) [4], we deduce
that if ", � are positive and � < �=2,

P
�
�(�n; �Rn ) > "

�
� exp

�
�n
h
�"� E�e(�1��)R2

i�
: (A.5)

The conclusion follows from (A.4), (A.5), and the triangular inequality for
�: �

Lemma A.6.5 Given �; �; �1; �1 > 0 such that �1 < �, � 2]�1; �=2[, and
� > 1, there exist positive constants �1; �2 < �1, K1 and K2 such that, for all
R > � max

�p
1=2�; 2�=�1

�
and " > 0,

P [�(�; �n) > "] � N (�1"=2; BR) exp
�
�n
�
�2

2
"2 �K1R2e��R

2
��

+ exp
�
�n
h
K2�"�K3e(�1��)R2

i�
;

where K3 is a positive constant depending only on � and �1.

Proof of Lemma A.6.5 We start by proving that �R satis�es a modi�ed
T1(�)-inequality. Let � be a Borel set of P(BR). Following the arguments of
the proof of Theorem 1.1 of Bolley, Guillin, and Villani (step 2) [4], one may
write

P[�Rn 2 �] � exp
�
�n inf

�2�
H(�j�R)

�
: (A.6)
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From now on, we consider that P(BR) is equipped with the distance �. Consi-
der � > 0 and A a measurable subset of P(BR). We set NA = N (�=2; A).
Then there exist NA balls Bi; i = 1; : : : ;NA, covering A. Each of this balls is
convex and included in the �-neighborhood A� of A. Moreover, by assump-
tion H2, the balls Bi are totally bounded.

It is easily inferred from equation (A.6) that

P[�Rn 2 A] � NA exp
�
�n inf

�2A�
H(�j�R)

�
: (A.7)

De�ne now

A =
n
� 2 P(BR) : �(�; �R) � �"� 2E�Re��R

2
o
:

According to the basic inequality

8a 2]0; 1[;9C > 0 such that 8x; y 2 R; (x� y)2 � (1� a)x2 � Cy2; (A.8)

we have, for any � 2 H,

8�1 < �;9K > 0 such that H(�j�R) �
�1

2
�2(�R; �)�KR2e��R

2
:

Thus, we can write

8� 2 A�; H(�j�R) �
�1

2
�2(�R; �)�KR2e��R

2
�
�1

2
m2 �KR2e��R

2
;

where
m = max

�
�"� 2E�Re��R

2
� �; 0

�
:

From this and equation (A.7) we conclude that

P
h
�(�R; �Rn ) � �"� 2E�Re��R

2
i
� NA exp

�
�n
�
�1

2
m2 �KR2e��R

2
��

:

(A.9)
Now, given �2 < �1, it follows from (A.8) that there exist three positive
constants �1, �1 and K1 depending only on �, �1, and �2 such that

�1

2
m2 �KR2e��R

2
�
�2

2
"2 �K1R2e��R

2
;
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where � = �1". This leads, together with (A.9), to

P
h
�(�R; �Rn ) � �"� 2E�Re��R

2
i
� NA exp

�
�n
�
�2

2
"2 �K1R2e��R

2
��

:

(A.10)
To bound NA, we observe that since A � P(BR),

NA � N (�=2; BR) = N (�1"=2; BR):

The conclusion follows by Lemma A.6.4 and inequality (A.10). �

The following lemma simpli�es the results of the previous.

Lemma A.6.6 Let �0 < �, � < �=2, and �0 < �. There exists �1 > 0 such
that, for all " > 0,

P [�(�; �n) > "] � exp
�
�
�0

2
n"2
�

+ exp
�
��0n"2� ;

as soon as

R2 � R2 max
�

1; "2; ln
�

1
"2

��
and n � K4

ln (N (�1"=2; BR))
"2 ;

where R2 and K4 are some positive constants depending on � through � and
�.

Proof of Lemma A.6.6 On the one hand, under the assumptions and
notation of Lemma A.6.5, we have, for all �0 < �2;

ln
�
N (�1"=2; BR) exp

�
�n
�
�2

2
"2 �K1R2e��R

2
���

�
�n�0"2

2
(A.11)

as soon as R, R= ln(1="2) and n"2= ln(N (�1"=2; BR)) are large enough (see
the third step of the proof of Theorem 1.1 by Bolley, Guillin, and Villani [4]).

On the other hand, let �0 < �2 < �1. We can choose � such that K2� = �2".
With this choice we obtain

exp
�
�n
h
K2�"�K3e(�1��)R2

i�
= exp

�
�n
h
�2"2 �K3e(�1��)R2

i�
;
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which can be bounded by exp (��0n"2), for R and R2= ln(1="2) large enough.
This, together with (A.11), leads to the conclusion. �

Theorem A.3.3 is then a straightforward consequence of Lemma A.6.6, noti-
cing that, for any K < min((�0=2); �0) and n large enough, we have

exp
�
�
�0

2
n"2
�

+ exp
�
��0n"2� � exp

�
�Kn"2� :

Proof of Theorem A.3.4

Let " > 0 be small enough. According to Corollary A.3.1 we have

P [D(�; q�n)�D(�; q�) > "] � e�(�0=8)n"2
;

as soon as n �M("). Therefore we can write :

ED(�; q�n)�D(�; q�) =
Z +1

0
P [D(�; q�n)�D(�; q�) > "] d"

=
Z M�1(n)

0
P [D(�; q�n)�D(�; q�) > "] d"

+
Z +1

M�1(n)
P [D(�; q�n)�D(�; q�) > "] d"

� M�1(n) +
Z +1

0
e�(�0=8)n"2

d"

� C0 max(M�1(n); n�1=2);

as desired. �

Proof of Theorem A.4.1

One can easily show that

D(�n;y�k;n)�D(�;y�k;n) � �(�; �n): (A.12)

Thus, by Lemma 4 in Linder [17] and Varadarajan’s Theorem [8], we deduce
that :

D(�n;y�k;n)�D(�;y�k;n)! 0 a.s. as n!1: (A.13)
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Let p � n and z 2 fX1; : : : ; Xpgk. Since D(�n;y�k;n) � D(�n; z) and, by the
law of large number, D(�n; z)! D(�; z) a.s., we have

lim sup
n

D(�n;y�k;n) � D(�; z) a.s.

From (A.13), we deduce that, for all p � 1,

lim sup
n

D(�;y�k;n) � min
z2fX1;:::;Xpgk

D(�; z): (A.14)

Let us now evaluate the limit of the right-hand term in the equation (A.14)
as p!1. Note, for " > 0 and p � 1,

N(p; ") =
�
9 z� 2 arg min

z2fX1;:::;Xpgk
D(�; z) \BHk(y�k; ");

D(�; z�) � D(�;y�k) + 2"
�
:

Since, 8yk;y0k 2 Hk; jD(�;yk)�D(�;y0k)j � kyk � y0kkk, we obtain

N(p; ") � [D(�;y�k) � D(�;y�k) + "] = ;:

Therefore as soon as p � k,

P
h

min
z2fX1;:::;Xpgk

D(�; z)�D(�;y�k) > 2"
i

� P
h
N (p; ")

i
+ P

h
8 z 2 fX1; : : : ; Xpgk; z 62 BHk(y�k; ")

i

� P
h

(X1; : : : ; Xk) 62 BHk (y�k; ")
ibp=kc

=
�

1� P
�
(X1; : : : ; Xk) 2 BHk(y�k; ")

��bp=kc
; (A.15)

where b:c stands for the integer part function. Then, by the Borel-Cantelli
lemma,

lim
p!1

min
z2fX1;:::;Xpgk

D(�; z) = D(�;y�k) a.s.

This result, together with (A.14), leads to the conclusion. �
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Proof of Theorem A.4.2

On the one hand we can write :

D(�;y�k;n)�D�k(�)

= D(�;y�k;n)�D(�n;y�k;n) +D(�n;y�k;n)�D�k(�)

� jD(�;y�k;n)�D(�n;y�k;n)j+ jD(�n;y�k;n)�D�k(�)j

� �(�; �n) + jD(�n;y�k;n)�D�k(�)j;

according to (A.12).

On the other hand,

lim
n!1

D(�n;y�k;n) = D�k(�) a.s.

Moreover,

D(�n;y�k;n) = min
z2fX1;:::;Xngk

1
n

nX

i=1

min
j=1;:::;k

kXi � zjk

�
1
n

nX

i=1

kXi �X1k

�
1
n

nX

i=1

kXik+ kX1k:

Hence, D(�n;y�k;n) is equi-integrable, which proves that it converges in L1.

Finally, E�(�; �n)! 0 by Theorem A.3.3, and we deduce the proof of Theo-
rem A.4.2. �

Proof of Theorem A.4.3

First we can write

D(�;y�k;n)�D�k(�) = D(�;y�k;n)�D(�n;y�k;n)

+ D(�n;y�k;n)� min
z2fX1;:::;Xngk

D(�; z)

+ min
z2fX1;:::;Xngk

D(�; z)�D�k(�):
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Then, according to Lemma 3 in Linder [17], we have

D(�;y�k;n)�D(�n;y�k;n) � �(�; �n)

and
D(�n;y�k;n)� min

z2fX1;:::;Xngk
D(�; z) � �(�; �n):

Thus,

D(�;y�k;n)�D�k(�) � 2�(�; �n) + min
z2fX1;:::;Xngk

D(�; z)�D�k(�): (A.16)

Moreover, according to the inequality (A.15), we have for n � k :

P
�

min
z2fX1;:::;Xngk

D(�; z)�D�k(�) � 2"
�
�
h
1� f(y�k; ")

ibn=kc
:

We deduce

E min
z2fX1;:::;Xngk

D(�; z)�D�k(�)

=
Z +1

0
P
h

min
z2fX1;:::;Xngk

D(�; z)�D�k(�) � "
i
d"

� 2
Z +1

0

�
1� f(y�k; ")

�bn=kc
d"

� 2

 Z

[0;u][[v;1[

�
1� f(y�k; ")

�bn=kc
d"+

Z v

u

�
1� f(y�k; ")

�bn=kc
d"

!

� 2
�

2V (n) +
Z v

u

h
1� f(y�k; ")

ibn=kc
d"
�

(according to assumption H3)

� 2
�
2V (n) + (v � u)�bn=kc

�

� C max
�
bn=kc�1=2; V (n)

�
for n large enough;

where � < 1 and C are some positive constants. Theorem A.4.3 follows from
(A.16), Theorem A.3.3 and Theorem A.3.4. �
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R�esum�e

L ’objectif de cette Th�ese est d’apporter une contribution
au probl�eme de l’apprentissage statistique, notamment en
d�eveloppant des m�ethodes pour prendre en compte des donn�ees
fonctionnelles. Dans la premi�ere partie, nous d�eveloppons une
approche de type plus proches voisins pour la r�egression fonc-
tionnelle. Dans la deuxi�eme, nous �etudions les propri�et�es de la
m�ethode de quanti�cation dans des espaces de dimension in�nie.
Nous appliquons ensuite cette m�ethode pour r�ealiser une �etude
comportementale de bancs d’anchois. En�n, la derni�ere partie
est d�edi�ee au probl�eme de l’estimation des ensembles de niveaux
de la fonction de r�egression dans un cadre multivari�e.

Mots-clefs : Apprentissage statistique, Apprentissage su-
pervis�e, Apprentissage non supervis�e, Donn�ees fonctionnelles,
Classi�cation, R�egression, Quanti�cation, Plus proches voisins,
Estimateurs �a noyaux, Ensembles de niveaux.

Abstract

T he goal of this thesis is to contribute to the domain of statistical
learning, and includes the development of methods that can
deal with functional data. In the �rst section, we develop a
Nearest Neighbor approach for functional regression. In the
second, we study the properties of a quantization method in
in�nitely-dimensional spaces. We then apply this approach to
a behavioral study of schools of anchovies. The last section is
dedicated to the problem of estimating level sets of the regression
function in a multivariate context.

Keywords : Statistical learning, Supervised Learning, Unsu-
pervised Learning, Functional data, Classi�cation, Regression,
Quantization, Nearest Neighbor, Kernel estimators, Level sets.


